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Kapitel 3

Nichtlineare
Variablentransformationen

3.1 Logarithmische Transformationen
“If people do not believe that mathematics is simple,
it is only because they do not realize how compli-
cated life is.” (John von Neumann, 1947)

Wir haben uns bisher fast ausschließlich mit linearen Modellen der Art ŷ = b1 + b2x2 + . . .

befasst, in denen die Variablen additiv verknüpft sind.1 Häufig sind wir aber auch an
Modellen interessiert, in denen die Variablen multiplikativ verknüpft sind, wie z.B. bei
der bekannten Cobb-Douglas Funktion Q = AKαLβ, dem bei Ökonomen vermutlich
bekanntesten Beispiel einer Exponentialfunktion.

Solche Modelle können nicht unmittelbar mit OLS geschätzt werden, weil OLS Linearität
in den Parametern voraussetzt. Wir werden gleich sehen, dass wir durch eine logarithmische
Transformation von Variablen eine lineare Funktionsform erhalten, die problemlos mit
OLS geschätzt werden kann.

Auch für die Modellierung von Wachstumsprozessen spielen solche multiplikative Modelle
eine große Rolle. Wir werden gleich sehen, dass solche Modelle mit Hilfe logarithmischer
Funktionen einfach linearisiert und mit OLS geschätzt werden können. Aber da mögli-
cherweise schon der Begriff ‘Logarithmus’ bei manchen eine leichte Gänsehaut hervorruft,
und nicht selten mit anderen unliebsamen Erinnerungen an die Schulzeit verdrängt wird,
beginnen wir mit einer kurzen Wiederholung.

Wer mit Exponentialfunktionen und dem Logarithmus noch vertraut ist kann den folgenden
1Da es in diesem Abschnitt ausschließlich um Funktionsverläufe geht werden wir hier auf den Beobach-

tungsindex i verzichten.
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Wiederholungs-Abschnitt gerne überspringen.

3.1.1 Wiederholung Exponential- und Logarithmusfunktionen

Als Potenz bezeichnet man einen Term der Art ax, wobei a Basis und x Exponent (Hochzahl)
genannt wird. Für Potenzen gelten die bekannten Rechenregeln, wie z.B. axay = ax+y. Eine
Exponentialfunktion hat die Form y = cabx (bzw. in alternativer Schreibweise x 7→ cabx)
mit x ∈ R, wobei die Basis a sowie c und b fixe Zahlen sind.

Solche Exponentialfunktionen eignen sich u.a. zur Modellierung von Wachstumsprozessen,
bei denen sich eine Größe y in gleich langen Zeitintervallen um einen konstanten Faktor
ändert. Angenommen, der Wert von y sei in der Ausgangsperiode y0 und nehme in jeder Pe-
riode um 5% zu. Nach T Perioden gilt dann yT = y0(1+0,05)T — eine Exponentialfunktion
mit Basis (1+0,05) und Exponent T .

Für dieses Beispiel haben wir diskrete Perioden gleicher Länge angenommen. Wenn wir die
Periodenlänge gegen Null gehen lassen erhalten wir eine stetige Wachstumsfunktion yt =

y0ert, wobei e = 2.718281828459 . . . die Eulersche Zahl2 und r die stetige Wachstumsrate
bezeichnet (siehe Appendix). Aufgrund dieser und einiger weiterer Eigenschaften wird e
häufig als natürliche Basis bezeichnet und auch als exp(·) geschrieben (d.h. exp(x) := ex).
In der Ökonometrie wird fast ausschließlich die natürliche Basis e verwendet, deshalb
werden wir uns in den weiteren Ausführungen auf diese Basis beschränken.

Der natürliche Logarithmus ist die Lösung der Exponentialfunktion y = ex nach x, d.h.
die Logarithmusfunktion ist die Umkehrfunktion zur Exponentialfunktion.

Da die meisten Computerprogramme den log Operator für den natürlichen Logarithmus
verwenden folgen wir hier dieser Schreibweise, d.h., log bezeichnet im Folgenden den
natürlichen Logarithmus. Deshalb ist x = log(y) und log(ex) = x.

y = ex ⇐⇒ x = log(y)

Etwas salopp ausgedrückt sagt uns log(y), wie oft wir die Basis e mit sich selbst multipli-
zieren müssen um y zu erhalten. Man beachte, dass die Exponentialfunktion x 7→ ex die
Menge der reellen Zahlen R in die positiven reellen Zahlen R+ abbildet, da e−x = 1/ex.
Deshalb ist die Logarithmusfunktion nur für die positiven reellen Zahlen definiert, sie
bildet R+ 7→ R ab; oder einfacher, der Logarithmus negativer Zahlen ist nicht definiert!

Die Bedeutung der logarithmischen Transformation für ökonometrische Anwendungen
folgt im wesentlichen aus drei Eigenschaften:

2Beachten Sie den Unterschied zwischen der Eulerschen Zahl e und den Residuen e.
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1. Multiplikative Zusammenhänge werden durch Logarithmierung additiv:
Dies folgt unmittelbar aus den wichtigsten Rechenregeln für Logarithmen:

log(xy) = log(x) + log(y) für x, y > 0

log
(
x

y

)
= log(x)− log(y)

log(xa) = a log(x)

log(1/x) = − log(x)

Warum? Um z.B. zu zeigen, dass log(xy) = log(x) + log(y), definieren wir zwei
Zahlen a und b derart, dass log(x) = a und log(y) = b. Daraus folgt x = ea und
y = eb mit xy = eaeb = ea+b aufgrund der Rechenregeln für Potenzen. Deshalb ist
log(xy) = log(ea+b) = a+ b := log(x) + log(y).
Ebenso einfach können wir zeigen, dass log(xa) = a log(x). Zumindest für ganzzahlige
a ist xa nichts anderes als x mit sich selbst multipliziert, a-mal:

xa = x · x · x · · ·x︸ ︷︷ ︸
a-mal

Wenn wir logarithmieren, wird jede Multiplikation zu einer Addition:

log(xa) = log(x) + log(x) + log(x) + log(x)︸ ︷︷ ︸
a-mal

= a log(x)

Deshalb kann z.B. die Cobb-Douglas Funktion Q = AKαLβ linearisiert werden zu
log(Q) = log(A) + α log(K) + β log(L).

2. Logarithmische Differenz ≈ relative Änderung: Die Differenz zwischen zwei
logarithmierten Werten entspricht näherungsweise einer relativen Änderung der
ursprünglichen Werte

log(x2)− log(x1) ≈
x2 − x1

x1

:=
∆x

x
für x2, x1 > 0

Dies ist für uns im Moment vermutlich die wichtigste Eigenschaft, da sie die Inter-
pretation von Regressionskoeffizienten logarithmierter Variablen sehr vereinfacht.
Erinnern wir uns, dass d log(x) und dx infinitesimal kleine Änderungen von log(x)
bzw. x bezeichnen.
Die Ableitungsregel für den natürlichen Logarithmus

d log(x)
dx

=
1

x

4



können wir daher umschreiben, indem wir beide Seiten mit dx multiplizieren, zu

d logx =
dx

x

wobei d(logx) eine infinitesimal kleine Änderung von log(x) ist und dx/x eine
infinitesimal kleine relative Änderung von x darstellt.
In Analogie dazu gilt für diskrete Fälle näherungsweise (‘≈’)

log(x+∆x)− log(x) ≈ ∆x

x

(wenn die Schreibweise ungewohnt ist ersetze x mit x0 und ∆x mit x1 − x0)

Beispiel: log(110)− log(100) = 0.0953 ≈ 0.10, dies approximiert die 10%-Änderung
noch relativ gut, aber log(150) − log(100) = 0.405 6= 0.50 approximiert die 50%-
Änderung schon deutlich schlechter.
Dieser Zusammenhang gilt also tatsächlich, wenn ∆x/x ‘relativ’ klein ist.

Wir halten fest: die Differenz einer logarithmierten Variable misst näherungsweise
die relative Änderung der ursprünglichen Variable.
Wenn man eine relative Änderung mit 100 multipliziert erhält man die prozentuelle
Änderung.

3. Durch Logarithmierung werden kleine Zahlenwerte gespreizt, große Zah-
lenwerte gestaucht:
Dies wird unmittelbar aus Abbildung 3.1 ersichtlich. Insbesondere führt dies häufig
dazu, dass der Einfluss extremer Beobachtungen auf die Schätzung reduziert wird,
oder dass schiefe Verteilungen symmetrischer werden. Ein klassisches Beispiel dazu
sind Einkommensdaten, vgl. Abbildung 3.2.
Eine weitere typische Eigenschaft vieler ökonomischer Variablen ist, dass die Varianz
mit dem Niveau zunimmt. Zum Beispiel sind Einkommensdaten nicht nur schief
verteilt, sondern auch deren Varianz steigt mit zunehmendem Einkommen.
Wir werden dies später unter dem Begriff Heteroskedastizität ausführlich diskutieren,
aber bereits hier sei vorausgeschickt, dass in vielen dieser Fälle die Varianz durch
die Logarithmierung stabilisiert wird.

Diese drei Eigenschaften sind alles, was wir für die Interpretation der Koeffizienten
logarithmierter Variablen benötigen.

3.1.2 Interpretation der Koeffizienten logarithmierter Variablen

Für OLS Schätzungen selbst spielt es keine unmittelbare Rolle, ob die Variablen logarith-
miert wurden oder nicht. Entscheidend ist, welche Datentransformation die vorliegenden
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log(0) = −∞
log(0.000001) = −13.816

log(0.01) = −4.605

log(0.1) = −2.303

log(1) = 0

log(10) = 2.303

log(100) = 4.605

log(1000) = 6.908

log(1000000) = 13.816

0

1

2

-1

-2

1 2 3 4 5 6 7 8

ln(x)

x

Abbildung 3.1: Durch Logarithmierung werden kleine Zahlenwerte gespreizt, große Zah-
lenwerte gestaucht.

Daten am besten approximiert. Und die Datentransformation determiniert, wie die ent-
sprechenden Koeffizienten interpretiert werden müssen.

Für das Verständnis des Folgenden sind nur zwei Fakten wichtig, erstens, dass wie vorhin
betont eine logarithmische Differenz ungefähr gleich einer relativen Änderung ist, d.h.
d log(y) = dy

y
oder für diskrete Änderungen

∆ log(y) := log(y +∆y)− log(y) ≈ ∆y

y

und zweitens, dass der marginale Effekt meist als ein einfacher Differenzenquotient ge-
schrieben werden kann, z.B. für die lineare Funktion ŷ = b1 + b2x ist der marginale Effekt
exakt gleich

b2 =
dŷ

dx
=

∆ŷ

∆x

Wir würden hoffen, dass dies auch für nichtlineare Funktionsformen für kleine Änderungen
zumindest näherungsweise gelten sollte.

Starten wir mit einer einfachen Exponentialfunktion ŷ = b0x
b2
2 .

Wie schon gezeigt wird diese nichtlineare Funktion durch logarithmieren linear in den
Parametern, d.h.

l̂og(y) = b1 + b2 log(x2) (mit b1 = log(b0))

Der marginale Effekt von log(x2) ist wie üblich der Differenzenquotient

b2 =
d l̂og(y)
d log(x)

=

d ŷ
ŷ

d x
x

bzw. diskret b2 =
∆l̂og(y)
∆ log(x)

≈
∆ŷ
ŷ

∆x
x
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Abbildung 3.2: Histogramme des Brutto-Stundenlohns (StdL) und des Logarithmus vom
Brutto-Stundenlohn (Stundenlöhne < 1 und > 200 wurden entfernt);
log(Stundenlöhne) sind symmetrischer verteilt!
Quelle: EU-Silc 2023

(beachte das ‘≈’ Zeichen in der diskreten Darstellung.)

Wenn – wie in diesem Fall – die abhängige und die erklärende Variable logarithmiert wird
spricht man von einem log-linearen oder besser log-log Modell. Wenn hingegen nur die
abhängige oder nur die erklärende Variable logarithmiert wird spricht man von einem
semi-log Modell, oder manchmal bei l̂og(y) = b1 + b2x von einem log-level, bzw. bei
ŷ = b1 + b2 log(x) von einem level-log Modell.

Marginale Effekte und (Semi-)Elastizitäten

Für die Interpretation der Koeffizienten von log-Modellen müssen wir uns lediglich
erinnern, dass

d(log(x)) = d(x)

x
bzw. ∆(log(x)) ≈ ∆(x)

x

Das bedeutet, wir müssen beim marginalen Effekt lediglich d log(x) durch d(x)/x

ersetzen:
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Modell Gleichung marginaler Effekt (Semi-)Elastizität

Log-log log(y) = b1 + b2 log(x) b2 =
d log(y)
d(log(x)) b2 =

dy/y
dx/x

Log-level log(y) = b1 + b2x b2 =
d log(y)

dx b2 =
dy/y
x

Level-log y = b1 + b2 log(x) b2 =
dy

d(log(x)) b2 =
dy

dx/x

Wenn wir eine relative Änderung mit 100 multiplizieren erhalten wir die prozentuelle
Änderung!

Im Folgenden werden wir diese drei Modelle im Detail und mit Beispielen vorstellen.

Zur besseren Orientierung sind die Ergebnisse bereits in Tabelle 3.1 vorweggenommen.

Tabelle 3.1: Überblick: Interpretation der Koeffizienten in Log-Modellen (für multiple
Regressionen gilt jeweils die ceteris paribus Annahme).

Modell Gleichung Interpretation von b2

Log-log log(y) = b1 + b2 log(x) Elastizität: x steigt um 1% ⇒ y ändert
sich um b2%

Log-level log(y) = b1 + b2x Semi-Elastizität: x steigt um 1 Einheit
⇒ y ändert sich um ca. 100 · b2%

Level-log y = b1 + b2 log(x) x steigt um 1% ⇒ y ändert sich um ca.
0,01 · b2 Einheiten

3.1.3 Log-log (bzw. log-lineare) Modelle

Wie vorhin schon gezeigt kann die Exponentialfunktion

yi = bxb2
i exp(ei)

durch Logarithmierung linearisiert werden (vgl. Abbildung 3.3)

log yi = b1 + b2 logxi + ei mit b1 := log b

Dieses Modell ist linear in den Parametern und kann deshalb ganz normal mit OLS
geschätzt werden. Der marginale Effekt

b2 =
d log(y)
d log(x)

kann zwar wie üblich interpretiert werden, nämlich um wie viele Einheiten sich log(y)
ändert, wenn log(x) um eine Einheit zunimmt, aber wie würden wir dies einem Laien
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erklären? Was soll man sich unter einer Einheit von log(x) vorstellen?

x

y

y = eb1xb2

ln(x)

ln(y)

ln(y) = b1 + b2 ln(x)

Abbildung 3.3: Log-log Modell mit logarithmisch und linear skalierter Skala

Hier kommt uns die oben erwähnte Eigenschaft logarithmischer Funktionen zu Hilfe, dass
die absolute Differenz zwischen zwei logarithmierten Werten näherungsweise der relativen
Differenz der ursprünglichen Werte entspricht (d.h. ∆ log y ≈ ∆y/y), also3

b2 =
d log(y)
d log(x)

=

dy
y

dx
x

≈
∆y
y
× 100

∆x
x

× 100
=

prozentuelle Änderung von y

prozentuelle Änderung von x
= Elastizitäty,x

wobei eine Elastizität als das Verhältnis zweier relativer (bzw. prozentueller) Änderungen
definiert ist.

Interpretation der Koeffizienten in log-log Modellen

Ein Koeffizient in einem log-log Modell gibt an, um wie viele Prozent sich die abhängige
Variable y (ceteris paribus) ändert, wenn die erklärende Variable x um ein Prozent
zunimmt.

Wie immer gilt die ceteris paribus nur für multiple Regressionen in Bezug auf die anderen
berücksichtigten Regressoren.

Beispiel: Angenommen wir haben die Funktion

log(y) = 1 + 0.2 log(x)
3Durch totales Differenzieren von log(y) = b1 + b2 log(x) erhält man

1

y
dy = b2

1

x
dx ⇒ b2 =

dy

dx

x

y
=

dy
y

dx
x

Für infinitesimale Änderungen gilt dieser Zusammenhang also exakt.
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Wie ändert sich y, wenn x um ein Prozent zunimmt? Aufgrund der obigen Diskussion
erwarten wir, dass y um 0.2 Prozent zunehmen wird. Stimmt das wirklich? Wir können
dies einfach überprüfen, indem wir obige Funktion umschreiben zu y = exp[1 + 0.2 log(x)]
und x um 1% zunehmen lassen, z.B. von 5 auf 5.05.

x (∆x)/x %∆x y = exp(1 + 0.2 log(x)) (∆y)/y %∆y

5.00 3.750494

5.05 5.05−5
5

= 0.01 1% 3.757965 0.001992 ≈ 0.2%

Wir sehen, dass dies nicht exakt gilt, da eine Änderung um ein Prozent keine infinitesimal
kleine Änderung ist, aber für praktische Zwecke ist diese Näherung in den allermeisten
Fällen mehr als ausreichend. �

Abbildung 3.4 zeigt mögliche Verläufe für positive (links) und negative b (rechts) der
Exponentialfunktion y = Axb, die durch Logarithmierung linear wird log(y) = log(A) +
b log(x).

0 1 2 3

y

x

b > 1

b < 1

A

0 1 2 3

y

x

b = −1

b < −1

−1 < b < 0A

Abbildung 3.4: Log-log (bzw. log-lineare) Modelle: Verläufe der Exponentialfunktion
y = Axb für unterschiedliche b.

Beispiel: Cobb und Douglas (1928) schätzten für die USA von 1899–1922 folgende
Produktionsfunktion

log(Qi) = −0.177 + 0.807 log(Li) + 0.233 log(Ki) + ei
(0.434) (0.145) (0.064)

R2 = 0.957, n = 24

(Standardfehler in Klammern)

10



Beide Steigungskoeffizienten weisen das erwartete Vorzeichen auf und sind signifikant von
Null verschieden. Der Koeffizient von log(Li) gibt die Ausbringungselastizität des Faktors
Arbeit an, d.h., falls der Arbeitseinsatz um 1% erhöht wird erwarten wir ceteris paribus
eine Erhöhung des Outputs um 0.807%. Analog, wenn der Kapitaleinsatz um 1% steigt
erwarten wir ceteris paribus eine Zunahme des Outputs um 0.233%.

Achtung: Die Beziehung y = αxβ kann ökonometrisch auf verschiedene Arten modelliert
werden, je nachdem, wie die Residuen in das Modell eingehen

1) yi = αxβ
i exp(ei) ⇒ log yi = logα + β logxi + ei

2) yi = αxβ
i ei ⇒ log yi = logα + β logxi + log ei

3) yi = αxβ
i + ei ⇒ log yi = log(αxβ

i + ei)

Nur die erste Spezifikation kann unmittelbar mittels OLS geschätzt werden!

Die zweite Spezifikation kann zwar geschätzt werden, aber dies hat meist unerwünschte
Implikationen für die Residuen ei, denn wenn log(ei) normalverteilt ist, d.h. log(ei) ∼
N(0, σ2), dann sind die Residuen ei log-normalverteilt mit einem positiven Erwartungswert
exp(σ2/2) (siehe Exkurs Seite 12)!

Dies hat insbesondere Implikationen für Prognosen, wenn die gefitteten Werte l̂og(y)
geschätzt wurden, wir aber an ŷ interessiert sind: weil exp(σ2/2) immer positiv ist führt
dies zu einem positiven Bias (d.h. exp(l̂og(y)) > ŷ), siehe z.B. J. M. Wooldridge (2012,
204ff).

Die dritte Spezifikation log yi = log(αxβ
i + ei) ist schließlich nicht linear in den Parametern,

da log(A+B) 6= logA+ logB, und kann deshalb nicht mit OLS geschätzt werden!

3.1.4 Log-level (bzw. log-lin) Modelle

Im vorhergehenden Abschnitt haben wir gesehen, dass die Koeffizienten im log-log-Modell
unmittelbar als Elastizitäten interpretiert werden können, d.h. sie beschreiben prozentuelle
Änderungen von y in Abhängigkeit von prozentuellen Änderungen von x.

Diese Annahme ist jedoch nicht immer plausibel. In vielen Anwendungen ist es realistischer
anzunehmen, dass eine absolute Änderung von x (z.B. ein zusätzliches Bildungsjahr) zu
einer prozentuellen Änderung von y (z.B. Einkommen) führt.

Genau diesen Zusammenhang bildet das log-level Modell ab. Dabei wird nur die abhängige
Variable y logarithmiert, aber nicht die erklärende x Variable:

log(y) = b1 + b2x

11



Exkurs

Die Log-Normalverteilung (Logarithmische Normalverteilung)

Eine Zufallsvariable, deren natürlicher Logarith-
mus normalverteilt ist, ist log-normalverteilt.
Das heißt, wenn log(X) ∼ N(µ, σ2)), dann ist
X log-normalverteilt.
Anders herum, wenn eine Zufallsvariable Y
normalverteilt ist, dann ist X = exp(Y ) log-
normalverteilt.
Die Log-Normalverteilung ist rechtsschief und
kann nur positive Werte annehmen!
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µ = 5 , σ = 0.5
µ = 5 , σ = 1.5

Eine log-normale Verteilung wird häufig zur Modellierung von Zufallsvariablen her-
angezogen, die man sich als das (multiplikative) Produkt vieler kleiner unabhängiger
Faktoren vorstellen kann.

Erwartungswert und Varianz sind

E(X) = exp
(
µ+

σ2

2

)
, var(X) = exp(2µ+ σ2)[exp(σ2)− 1]

Für µ = 0 ist der Mittelwert exp(σ2/2) und die Varianz exp(σ2)(exp(σ2 − 1)). �

Durch Umformung erhalten wir

y = exp(b1 + b2x)

das bedeutet, y hängt exponentiell von x ab.

Gegenüber dem einfachen linearen Modell hat das log-level Modell zwei weitere Vorteile:
Es erzwingt erstens positive gefittete Werte für y, da y = exp(b1 + b2x) > 0, und es
modelliert zweitens Zusammenhänge, bei denen die absolute Streuung von y mit dem
Niveau wächst, wie es bei Einkommensverteilungen typisch ist, wo der Abstand zwischen
arm und reich absolut wächst (dies wird später unter dem Stichwort Heteroskedastizität
noch eine wichtige Rolle spielen).

Das Interzept b1 = log(y)|x=0, also ist exp(b1) der vorhergesagte Wert von y, wenn x = 0.
Aber das Interzept ist auch in diesen Modellen selten von Bedeutung, und sollte nur
interpretiert werden, wenn ein wichtiger Grund dafür spricht.

Mögliche Funktionsverläufe für einen positiven und negativen Steigungskoeffizienten sind
in Abbildung 3.5 dargestellt.
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Häufig werden die marginalen Effekte von log-level Modellen als Semi-Elastizitäten be-
zeichnet: eine absolute Änderung in x geht einher mit einer prozentuellen Änderung in
y.4

Übersicht über drei Modelle

Modell Interpretation

log-log b2 = Elastizität: %∆y pro %∆x

log-level b2 = Semi-Elastizität: %∆y pro abs. ∆x

level-log b2 = Semi-Elastizität: abs. ∆y pro %∆x

Log-level Modelle werden häufig eingesetzt, wenn die abhängige Variable einen Betrag
darstellt, und die erklärende Variable eine Zeitdimension hat. Ein klassisches Beispiel ist die
Modellierung von Lohn- oder Einkommenswachstum in Abhängigkeit von Bildungsjahren:
Jedes zusätzliche Bildungsjahr erhöht den Lohn um einen ungefähr konstanten Prozentsatz,
unabhängig davon, ob die Bildung von 8 auf 9 oder von 15 auf 16 Jahre zunimmt.

Konkrete Beispiele werden wir später in diesem Abschnitt diskutieren.

y

x

ln y = b1 + b2x

b2 > 0

eb1

y

x

ln y = b1 + b2x

b2 < 0

Abbildung 3.5: Log-level Modelle: log y = b1 + b2x.
Das log-level Modell beschreibt eine exponentielle Funktion:
b2 > 0: wachsender Verlauf (konstante prozentuelle Zunahme),
b2 < 0: fallender Verlauf.
Eine Erhöhung von x um eine Einheit führt immer zur gleichen prozen-
tuellen Veränderung von y, unabhängig vom Niveau von x.

4Manchmal werden auch die marginalen Effekte von level-log Modellen als Semi-Elastizitäten bezeichnet.
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Marginaler Effekt im log-level Modell

Der marginale Effekt von x auf log(y) ist wie üblich die Ableitung dlog(y)
dx

= b2, aber dies
ist schwierig zu interpretieren, da nicht unmittelbar klar ist, was eine Änderung von log(y)
bedeutet.

Aber wir erinnern uns, dass für infinitesimal kleine Änderungen gilt d log(y) = dy/y,
deshalb können wir schreiben5

b2 =
d log(y)

dx
=

dy
y

dx

Allerdings gilt dies nur für infinitesimal kleine ∆x exakt. Wie Abbildung 3.6 zeigt, führt
eine Zunahme von x um eine diskrete Einheit (z.B. ∆x = 1) zu einer Änderung von y

um ∆y Einheiten, die Steigung der Tangente dy/dx im Ausgangspunkt beschreibt die
tatsächliche Änderung nur näherungsweise.

y

x

y = eb1eb2x bzw.

ln y = b1 + b2x

bc

bc bc

bc bc

∆x

dy

dx
∆x

∆y

Abbildung 3.6: Auswirkung einer diskreten Änderung von x (d.h. ∆x) auf y.

Für diskrete ∆x muss deshalb eine Korrektur vorgenommen werden:

Marginaler Effekt im log-level Modell

Wenn im log-level Modell log(y) = b1+ b2x die erklärende Variable x um ∆x zunimmt,
ist die prozentuelle Änderung von y (d.h. %∆y)

5Indem wir z.B. log(y) = b1 + b2x total differenzieren 1
ydy = b2dx und nach b2 lösen, oder alternativ

indem wir y = exp(b1 + b2x) nach x differenzieren und umschreiben.
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%∆y = (exp(b2∆x)− 1)× 100 Prozent

Für den meist interessierenden Fall ∆x = 1:

%∆y :=

(
∆y

y

)
× 100 = (exp(b2)− 1)× 100 Prozent für ∆x = 1

Eine Zunahme von x um eine Einheit führt zu einer Änderung von y um (exp(b2)− 1)×
100 Prozent!

Für |b2| < 0.05 wird auf diese Korrektur häufig verzichtet, weil in diesem Fall der
Fehler relativ klein ist (siehe unten).

Warum?

Für log(y) = b1 + b2x erhalten wir für diskrete Änderung von x (d.h. ∆x) durch einfache
Umformungen

∆ log(y) := log(y +∆y)− log(y) = b1 + b2(x+∆x)− (b1 + b2x)

log
(
y +∆y

y

)
= b2∆x / exp(·)

1 +
∆y

y
= exp(b2∆x)

∆y

y
= exp(b2∆x)− 1(

∆y

y

)
× 100 = [exp(b2∆x)− 1]× 100

Eine Eigenschaft der log-level Funktionsformen ist, dass der marginale Effekt nicht von x

abhängt! Dies erleichtert die Interpretation ganz erheblich, aber die Frage ist natürlich,
inwieweit diese Funktionsform auch tatsächlich die Daten abbildet.

Achtung: Wie in Abbildung 3.6 ersichtlich ist, ist der Fehler klein, wenn die Kurve flach
ist, das heißt, ∆y ≈ dy

dx
∆x, wenn |b2| klein ist.

Was heißt klein? Aus Abbildung 3.7 geht hervor, dass für |b2| < 0.05 (oder manchmal
|b2| < 0.1) der Fehler häufig als vernachlässigbar angesehen wird. Deshalb wird auf diese
Korrektur für kleine |b2| oft verzichtet.

Log-level Modelle mit Dummy Variablen: Dummy Variablen können sich per
Definition nicht um eine infinitesimal kleine Einheit ändern, deshalb ist obige Korrektur
auch dort häufig erforderlich.
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b2 exp(b2)− 1
−0.50 −0.393
−0.30 −0.259
−0.10 −0.095
−0.01 −0.010

0.01 0.010
0.05 0.051
0.10 0.105
0.30 0.350
0.50 0.649

0.2

0.4

−0.2

−0.4

−0.6

0.2 0.4−0.2−0.4−0.6

exp(b2)− 1

b2

Abbildung 3.7: Für kleine Werte von b2 (z.B. |b2| ≤ 0.1) ist der Unterschied zwischen b2
und exp(b2)− 1 oft vernachlässigbar.

⇒ Der durchschnittliche prozentuelle Unterschied zwischen den zwei durch eine Dummy
Variable definierten Kategorien ist (exp(b2)− 1)× 100.

Aber für |b2| < 0.05 gilt auch hier [exp(b2)− 1] ≈ b2.

Übung 3.1.1 : Korrektur für log-level Modelle mit Dummy Variablen

Sei d eine Dummy Variable und log(yi) = b1 + b2di, dann ist

∆ log(y) := [log(y)|d = 1]− [log(y)|d = 0]

Zeigen Sie, dass dies wieder zur Korrektur (exp(b2)− 1)× 100 führt.

(ohne Lösung)

Übung 3.1.2 : Log-level Funktion

Sei log(y) = 1 + 0.2x. Wie ändert sich y, wenn x um eine Einheit von 5 auf 6
zunimmt? Dies können wir wieder einfach numerisch zeigen, indem wir obige Funktion
umschreiben zu y = exp(1 + 0.2x) und für x zwei Werte einsetzen, z.B. 5 und 6.
Füllen Sie folgende Tabelle aus:

x ∆x log(y) = 1 + 0.2x y = exp(1 + 0.2x) (∆y)/y %∆y

5 2.00
6 1

→ Lösung (bzw. Lösungshinweise) auf Seite 53

Beispiel 1: Auf Grundlage von EU-Silc Daten für Österreich (2023) wurde folgende
Lohngleichung geschätzt, wobei ‘StdL’ den Stundenlohn unselbständig Beschäftigter be-
zeichnet, ‘potBildg’ ist die potentielle Ausbildungszeit in Jahren (Alter bei Berufseinstieg
minus 6), ‘Erf’ die Berufserfahrung in Jahren und ‘weibl’ ist eine Dummy Variable.

16



log(StdL) = 2.416 + 0.032 potBildg + 0.009 Erf − 0.146 weibl
(0.026)*** (0.001)*** (0.001)*** (0.012)***

R2 = 0.143, n = 4532

Alle Koeffizienten weisen das erwartete Vorzeichen auf und sind – wie wir später sehen
werden – statistisch signifikant von Null verschieden.

Wenn die potentielle Bildung um ein Jahr zunimmt erwarten wir ceteris paribus eine
Zunahme des Stundenlohns um ca. 3.2 Prozent (= 100× b2), oder etwas genauer, 3.252%
((exp(0.032)−1)×100 = 3.252%). Ein zusätzliches Jahr Berufserfahrung führt nach dieser
Schätzung ceteris paribus zu einer erwarteten Zunahme des Stundenlohns um ca. 0.9
Prozent.

Aufgrund der gewählten log-level Funktionsform muss dies für alle Bildungs- und Berufser-
fahrungsniveaus gelten.

Frauen verdienen nach dieser Schätzung im Durchschnitt und ceteris paribus um ca. 13.58
Prozent weniger als Männer, weil (exp(−0.146)− 1) ∗ 100 = −13.58%.

Beispiel 2: Berechnung von durchschnittlichen Wachstumsraten mittels OLS
Mit Hilfe einer einfachen log-level Regression auf den Trend6 kann eine durchschnittliche
Wachstumsrate berechnet werden.

Wenn g die diskrete Wachstumsrate einer Variable y ist gilt

yt = y0(1 + g)t ⇒ log yt = log y0 + log(1 + g)× t

Dieser Zusammenhang sollte für jede Periode gelten. Um die diskrete Wachstumsrate g zu
schätzen können wir deshalb t durch eine Trendvariable Trend = 1, 2, 3, . . . , T ersetzen.
Wenn wir mit y0 den Wert von y in der Ausgangsperiode bezeichnen ist

log yt = log y0︸ ︷︷ ︸
b1

+ log(1 + g)︸ ︷︷ ︸
b2

×Trendt

Wir können also einfach
log yt = b1 + b2Trendt + et

schätzen und aus b2 = log(1+g) die durchschnittliche diskrete Wachstumsrate g berechnen,
denn aus

b2 = log(1 + g) folgt g = exp(b2)− 1

6Eine Trendvariable nimmt mit jeder Beobachtung um eine Einheit zu, z.B. Trend = 1, 2, 3, . . . , T .
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Die prozentuelle durchschnittliche diskrete Wachstumsrate ist deshalb wieder

g% := g × 100 = [exp(b2)− 1]× 100

Wenn b2 sehr klein ist (z.B. kleiner als 0.1) wird sich b2 nur geringfügig von exp(b2)− 1

unterscheiden, bei größeren Werten sollte die Korrektur aber durchgeführt werden.

Anwendungsbeispiel: Für das reale BIP pro Kopf Chinas wurde folgende Regression
geschätzt (Datenquelle: World dataBank, WDI; Dependent variable: GDP, PPP, constant
2005 international dollar.)

log(GDPpc) = − 149.384 + 0.079 year
(3.22)*** (0.002)***

R2 = 0.989, n = 29 (1995− 2023)

(Standardfehler in Klammern)

Nach dieser Schätzung hat das reale pro Kopf Einkommen Chinas im Zeitraum 1995 –
2023 im Durchschnitt jährlich um (exp(0.079)− 1)× 100 ≈ 8.2 Prozent zugenommen (das
R- Programm zur Berechnung dieser Wachstumsraten finden Sie im Appendix, Seite 49).

Exkurs
Verdoppelungszeit bei konstanter Wachstumsrate
Wir könnten uns fragen, in welcher Zeitspanne sich ein Betrag verdoppelt, wenn es mit
einer natürlichen Wachstumsrate r wächst.
Dazu müssen wir nur

2Y0 = Y0ert

nach t lösen. Logarithmieren gibt log(2) = rt oder t = log(2)/r ≈ 0.7/r. Wenn wir
Zähler und Nenner mit 100 multiplizieren erhalten wir eine prozentuelle Wachstumsrate,
also

Verdoppelungszeit ≈ 70

r%
Mit einer Wachstumsrate von 10% würde sich das Einkommen also ungefähr alle sieben
Jahre verdoppeln!

3.1.5 Level-log (bzw. lin-log) Modelle

Im Gegensatz zum log-level Modell wird im level-log Modell nicht die abhängige, sondern
die erklärende Variable logarithmiert. Es eignet sich besonders für Situationen, in denen
eine prozentuelle Änderung von x zu einer absoluten Änderung von y führt

y = b1 + b2 logx
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Diese Modellspezifikation eignet sich z.B. um abnehmende Grenzerträge zu modellieren,
die Effekte nehmen mit zunehmendem x ab, vergleiche Abbildung 3.8.

Das Interzept b1 im level-log ist der vorhergesagte Wert von y wenn x = 1, da log(1) = 0.
Aber wie schon mehrmals erwähnt sollte das Interzept nur interpretiert werden, wenn
besondere Gründe dafür sprechen.

y

x

y = b1 + b2 lnx

b2 > 0

e−b1/b2

y

x

y = b1 + b2 lnx

b2 < 0

Abbildung 3.8: Lin-log Modell: y = b1 + b2 logx

Typische Beispiele sind die Auswirkungen von zunehmenden Einkommen auf die Lebenser-
wartung oder die Effekte von zunehmenden Werbeausgaben auf den Absatz. Aber auch
wenn wir vermuten, dass Menschen eher auf relative Änderungen reagieren als auf absolute
(z.B. Einkommen → Zufriedenheit), kann dies mit einer level-log Spezifikation modelliert
werden.

Marginaler Effekt im level-log Modell

Wir können wieder wie früher vorgehen und d log(x) mit dx
x

ersetzen7

b2 =
dy

d log(x)
=

dy
dx
x

=
absolute Änderung von y

relative Änderung von x

Der marginale Effekt gilt exakt nur für infinitesimal kleine Änderungen dx/x; für diskrete
prozentuelle Änderungen von x ist eine Korrektur erforderlich:

Marginaler Effekt im level-log Modell

Wenn im level-log Modell y = b1 + b2 log(x) die erklärende Variable x von x0 auf

7Alternativ differenzieren wir y = b1 + b2 log(x) total und erhalten dy = b2
1
x dx woraus folgt b2 = dy

dx/x
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x0 +∆x zunimmt, ändert sich y (c.p.) um

∆y = b2 · log
(
1 +

∆x

x0

)
Einheiten

Für den meist interessierenden Fall einer Zunahme von x um ein Prozent (∆x1/x0 =

0.01):
∆y = b2 · log(1.01) ≈ b2

100
Einheiten

Eine Zunahme von x um ein Prozent führt also zu einer Änderung von y um b2/100

Einheiten!

Für |∆x/x| < 0.05 ist der Unterschied zwischen log(1+∆x/x) und ∆x/x gering; diese
Korrektur wird deshalb bei kleinen prozentuellen Änderungen häufig vernachlässigt.

Warum?

Für y = b1 + b2 log(x) berechnen wir die exakte diskrete Änderung bei Übergang von x0

auf x1 = x0 +∆x:

∆y = b2 ·∆ log(x)

= b2 (log(x1)− log(x0))

= b2 · log
(
x1

x0

)
= b2 · log

(
1 +

∆x

x0

)

Wenn x0 = 1 um 1% auf x1 = 1.01 zunimmt ist log(1.01/1) = 0.00995 ≈ 0.01, der
Unterschied ist praktisch vernachlässigbar.

Bei großen Änderungen, wie z.B. einer Verdoppelung von x, muss dies allerdings berück-
sichtigt werden, da in diesem Fall ∆y = b2 · log(2) ≈ 0.693 · b2.

Das heißt, eine Verdoppelung von x führt zu einer Zunahme von y um 0.693 · b2 Einheiten.
Im Beispiel y = 1+ 0.2 log(x) führt eine Verdoppelung von x zu einer Zunahme von y von
ca. 0.693 · 0.2 = 0.139 Einheiten.

Beispiel 1: Angenommen wir haben die Funktion

y = 1 + 0.2 log(x)

Wie ändert sich y, wenn x um ein Prozent zunimmt? Aufgrund der obigen Diskussion
erwarten wir, dass y um 0.002 Einheiten zunehmen wird.
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Wir überprüfen dies wieder, indem wir in obige Funktion zwei Werte für x einsetzen, z.B.
5 und 5.05.

x (∆x)/x %∆x y = 1 + 0.2 log(x) ∆y

5.00 1.3218876

5.05 5.05−5
5

= 0.01 1% 1.3238777 0.00199

6.00 6−5
5

= 0.2 20% 1.3583519 0.03646

Übung 3.1.3 : Diskrete Änderung von x im level-log Modell

Zeigen Sie, dass es im level-log Modell keine Rolle spielt, ob x von 5 auf 6 oder von
100 auf 120 zunimmt. Warum?

(ohne Lösung)

Beispiel 2: Abbildung 3.9 zeigt den Zusammenhang zwischen Lebenserwartung (LE;
Life expectancy at birth, total (years)) und pro Kopf Einkommen (GNIpC; GNI per capita,
PPP (current international $)) für einen Länderquerschnitt und das Jahr 2018. Das linke
Panel zeigt die level-level Abbildung, offensichtlich beschreibt eine lineare Regression
diesen Zusammenhang deutlich schlechter als eine level-log Regression. Das rechte Panel
zeigt den Zusammenhang, wenn auf der x-Achse das logarithmierte pro Kopf Einkommen
aufgetragen wird.8

Tabelle 3.2 zeigt die dazugehörigen Regressionen.

Interpretation: Wenn das pro Kopf Einkommen um ein Prozent zunimmt erwarten wir auf
Grundlage dieser Schätzung (ceteris paribus) eine Verlängerung der Lebenserwartung um
ca. 0.057 Jahre, das sind ca. 21 Tage.

Achtung: wir sollten dieses Ergebnis keinesfalls kausal interpretieren, da sowohl die Le-
benserwartung als auch das pro Kopf Einkommen von vielen weiteren Variablen abhängen,
die mit dem pro Kopf Einkommen und der Lebenserwartung korreliert sind, und damit
ziemlich sicher ein ‘omitted variable bias’ vorliegt! Etwas besser ließe sich der kausale
Einkommenseffekt im Panel identifizieren, weil damit zeitinvariante Länderunterschiede in
Institutionen, Kultur und Geschichte kontrolliert werden.

Auch die Richtung der Kausalität ist nicht eindeutig, höheres Einkommen kann zu bessere
Gesundheit führen, aber eine gesündere Bevölkerung kann über eine höhere Produktivität

8Dieser Zusammenhang ist in der Entwicklungsökonomik auch als Preston-Kurve (nach Samuel Preston,
1975) bekannt. Preston unterscheidet zwischen (1) einer Bewegung entlang der Kurve (mit Einkommen
verbessert sich Ernährung, Sanitärausstattung, Gesundheitsversorgung, etc.), und (2) einer Verschiebung
der gesamten Kurve nach oben (über die Jahrzehnte lebt man bei gleichem Einkommen länger als früher
wegen medizinischem Fortschritt, Wissenstransfer, etc.). Preston vermutet, dass der zweite Effekt wichtiger
ist als der erste.
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Abbildung 3.9: Lebenserwartung (Life expectancy at birth, total (years)) vs. pro Kopf
Einkommen (GNI per capita, PPP, constant 2011 international $), 2018;
Datenquelle: World Bank, WDI, https://databank.worldbank.org/;
(Den R Code finden Sie im Appendix, Seite 50.)

auch zu einem höheren Einkommen führen. Die OLS-Schätzung ist deshalb kein kausaler
Effekt, sondern nur eine Korrelation.

3.1.6 Wann logarithmieren?

Die Entscheidung, eine Variable zu logarithmieren, sollte auf drei Überlegungen beruhen:

1. Inhaltliche Überlegung: Prozentuelle oder absolute Änderungen? Die
wichtigste Frage ist, ob der interessierende Zusammenhang eher in absoluten oder in
prozentuellen Änderungen zu denken ist.
Eine einfache Faustregel ist:
Variablen, die in Geldbeträgen oder einem anderen Niveau gemessen werden (z.B.
Einkommen, BIP, Preise, Unternehmensgewinne, …) werden häufig logarithmiert, weil
bei solchen Größen prozentuelle Änderungen inhaltlich sinnvoller sind als absolute.
Eine Lohnerhöhung um 500 Euro bedeutet für einen Mindestlohnbezieher etwas
völlig anderes als für einen Topmanager; eine Erhöhung um 10% hingegen ist in
beiden Fällen vergleichbar.
Variablen mit einer Zeitdimension (z.B. Alter, Berufserfahrung oder Bildungsjahre,
…) werden hingegen eher selten logarithmiert, da hier absolute Änderungen (ein
zusätzliches Jahr) inhaltlich direkt interpretierbar sind. (Können wir uns unter der
Aussage “jemand ist um ein Prozent älter geworden” etwas vorstellen?)
Makroökonomische Variablen, von denen man plausibel annehmen kann, dass sie
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Tabelle 3.2: Zusammenhang zwischen Lebenserwartung und pro Kopf Einkommen in
einem Länderquerschnitt (in der level-level Spezifikation wurde das GDPpc
in 1000 $ gemessen. Wie in Abbildung 3.9 ersichtlich ist liefert die level-level
Spezifikation eine sehr schlechte Anpassung an die Daten.

Dependent variable:
LifeExp

(1) (2)
Constant 19.303∗∗∗ 66.820∗∗∗

(2.936) (0.724)

log(GDPpc) 5.683∗∗∗

(0.314)

GDPpc/1000 0.266∗∗∗

(0.026)
Observations 149 149
R2 0.691 0.425
Note: ∗p<0.1; ∗∗p<0.05; ∗∗∗p<0.01

langfristig ungefähr exponentiell wachsen (z.B. BIP, Bevölkerung, …), werden häufig
logarithmiert, weil ihr Logarithmus dann näherungsweise linear im Trend verläuft
und damit einfacher zu modellieren ist.

2. Statistische Überlegung: Verteilung und Varianz: Logarithmierung kann auch
aus rein statistischen Gründen vorteilhaft sein, unabhängig von der inhaltlichen
Interpretation:
Wenn die Verteilung von y stark rechtsschief ist (wie z.B. bei Einkommens-, Preis-
oder Populationsdaten) führt die Logarithmierung häufig zu einer symmetrischeren
Verteilung, die den Annahmen des linearen Regressionsmodells besser entspricht.
Da große Zahlenwerte durch die Logarithmierung gestaucht werden, sind logarith-
misch spezifizierte Regressionen außerdem häufig robuster gegenüber Ausreißern.
Wenn die Varianz der Residuen mit dem Niveau von y wächst (Heteroskedastizität),
wie es bei vielen ökonomischen Variablen der Fall ist, weil deren Standardabweichung
ungefähr proportional zum Niveau ist, stabilisiert die Logarithmierung die Varianz
und führt zu effizienteren Schätzern.

3. Theoretische Konsistenz: Das entscheidende Argument für die Wahl der Funk-
tionsform sollte letztlich die ökonomische Theorie sein. Wenn die Theorie einen
multiplikativen Zusammenhang postuliert (wie z.B. bei der Cobb-Douglas Produkti-
onsfunktion oder bei Wachstumsmodellen) ist die logarithmische Spezifikation nicht
nur praktisch, sondern theoretisch geboten: ein lineares Modell würde in diesem Fall
eine Fehlspezifikation darstellen und zu fehlerhaften Schätzungen führen.
Andererseits besteht ein großer Vorteil logarithmischer Transformationen darin,
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dass die Koeffizienten als Elastizitäten bzw. Semi-Elastizitäten interpretiert werden
können und damit unabhängig von der ursprünglichen Maßeinheit sind. Das ist
praktisch, sollte aber nicht dazu verleiten, unbedacht zu logarithmieren, wenn die
Theorie oder die Daten dagegen sprechen.
Wenn die Theorie keine klare Antwort liefert, können visuelle Hilfsmittel, wie z.B.
ein Scatterplot oder ein Histogramm der Residuen, oft zeigen, welche Funktionsform
die Daten besser approximiert.

Vergleich des Bestimmtheitsmasses von log und level Modellen

Ein direkter Vergleich von R2 zwischen einem Modell mit y und einem Modell mit log(y)
als abhängiger Variable ist nicht zulässig, da sich die zu erklärende Streuung durch die
Transformation verändert:

R2
y = 1−

∑
i e

2
i∑

i(yi − y)2
versus R2

log(y) = 1−
∑

i e
2
i∑

i[log(yi)− log(y)]2

Erinnern wir uns, dass das Bestimmtheitsmaß R2 auch als das Quadrat des Stichproben-
Korrelationskoeffizienten zwischen y und ŷ interpretiert werden kann. Deshalb wird
manchmal in Fällen, in denen das R2 nicht direkt vergleichbar ist, das Quadrat des
Korrelationskoeffizienten zwischen y und ŷ angegeben.

Häufig sind auch Scatterplots der verschiedenen Modellspezifikationen aufschlussreich.

3.1.6.1 Häufige Fehler

1. Prozent versus Prozentpunkte: Ein häufiger Fehler bei der Interpretation log-
arithmierter Modelle betrifft die Verwechslung von Prozent und Prozentpunkten.
Der Unterschied ist substanziell: Wenn die Arbeitslosenrate von 5% auf 6% steigt,
ist das eine Zunahme um einen Prozentpunkt, aber eine Zunahme um 20 Prozent
(= (6− 5)/5× 100) gegenüber dem ursprünglichen Niveau.
Besondere Vorsicht ist geboten, wenn eine erklärende Variable ein Anteil oder eine
Rate ist, also eine Zahl zwischen 0 und 1. Wenn wir den Anteil mit A bezeichnen

l̂og(y) = b1 + b2A

gibt 100 · b2 näherungsweise die prozentuelle Änderung von ŷ an, wenn A um eine
Einheit zunimmt, aber eine Einheit eines Anteils ist wenig anschaulich.
Wird A stattdessen in Prozentpunkten gemessen (d.h. mit 100 multipliziert), dann
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gibt b2 direkt die prozentuelle Änderung von ŷ pro Prozentpunkt an:

b2 ≈
∆ŷ
ŷ

∆A
=

∆ŷ
ŷ
× 100

∆A× 100
=

prozentuelle Änderung vonŷ
Zunahme von A um einen Prozentpunkt

Die Interpretation hängt also davon ab, in welcher Einheit eine Variable gemessen
wird. Deshalb sollte die Einheit immer explizit angegeben werden!
In einem log-log Modell l̂og(y) = b1 + b2 log(A) wird hingegen b2 wieder wie üblich
als Elastizität interpretiert, um wie viel Prozent ändert sich ŷ, wenn der Anteil A um
ein Prozent zunimmt, unabhängig von der Maßeinheit. Eine logarithmische Differenz
entspricht einer relativen Änderung, und dabei kürzt sich die Einheit heraus.

2. Variablen mit Nullen oder negativen Werten:
Der Logarithmus ist nur für strikt positive Werte definiert: log(0) = −∞ und log(x)
ist für x ≤ 0 nicht definiert. Variablen, die Nullen oder negative Werte enthalten
oder annehmen können, dürfen daher grundsätzlich nicht logarithmiert werden.
In der Praxis kommt es vor, dass eine Variable y überwiegend positive Werte annimmt,
aber einige wenige Nullen enthält, z.B. Ausgaben für seltene Güter oder Exporte
kleiner Länder. In solchen Fällen empfehlen manche Autoren die Transformation
log(1 + y) anstelle von log(y), da log(1 + 0) = 0 wohldefiniert ist. Die übliche
Prozentinterpretation bleibt dabei näherungsweise erhalten, solange y groß gegenüber
1 ist.
In der Nähe von y = 0 hingegen, wo prozentuelle Änderungen ohnehin nicht sinnvoll
definiert sind, kann diese Näherung sehr irreführend sein. Generell empfiehlt sich
in solchen Fällen der Einsatz geeigneterer Schätzverfahren, die explizit mit Nullen
umgehen können, z.B. Tobit- oder Poisson-Modelle.

3. Rücktransformation und Prognosen: Ein weiterer häufiger Fehler betrifft
die Rücktransformation gefitteter Werte. Angenommen wir schätzen l̂og(y), aber
wir interessieren uns für die Werte ŷ. In diesem Fall scheint es nahezuliegen, eine
Rücktransformation vorzunehmen und exp(l̂og(y)) zu berechnen.
Das führt aber zu einem systematischen Fehler: wenn die Residuen e normalverteilt
sind, dann sind exp(e) log-normal verteilt, und können nur positive Werte annehmen,
siehe Exkurs Seite 12.
Die Korrektur hängt von der Varianz der Residuen ab: Unter der Annahme normal-
verteilter Residuen mit Varianz σ2 gilt

ŷ = exp
(

l̂og(y) + σ2

2

)
Für kleine σ2 ist dieser Bias vernachlässigbar, bei größerer Residualvarianz sollte die
Korrektur jedoch durchgeführt werden, insbesondere wenn Prognosen für y benötigt
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werden.

Hinweis: Im Appendix 3.B findet sich eine etwas ausführlichere Darstellung, die
allerdings Kenntnisse über den Erwartungswert voraussetzt, die erst im Kapitel zur
stochastischen Regressionsanalyse behandelt werden.

Zusammenfassung: Logarithmische Transformationen

• Der natürliche Logarithmus ist die Umkehrfunktion der Exponentialfunktion:
y = ex ⇔ x = log(y). In der Ökonometrie wird fast ausschließlich der natürliche
Logarithmus verwendet.

• Die Bedeutung logarithmischer Transformationen für ökonometrische Anwen-
dungen folgt aus drei Eigenschaften:
(1) Multiplikative Zusammenhänge werden durch Logarithmierung additiv, was
die Linearisierung von Exponentialfunktionen wie der Cobb-Douglas Funktion
ermöglicht.
(2) Die logarithmische Differenz entspricht näherungsweise einer relativen Ände-
rung: ∆ log(y) ≈ ∆y/y.
(3) Durch Logarithmierung werden kleine Zahlenwerte gespreizt und große Zah-
lenwerte gestaucht, was schiefe Verteilungen symmetrischer macht und den
Einfluss von Ausreißern reduziert.

• Je nachdem, ob die abhängige Variable, die erklärende Variable oder beide
logarithmiert werden, unterscheidet man drei Modelltypen mit unterschiedlicher
Interpretation der Koeffizienten:

– Log-log Modell (log(y) = b1 + b2 log(x)): b2 ist die Elastizität von y

bezüglich x – eine Zunahme von x um ein Prozent geht einher mit einer
Änderung von y um b2 Prozent. Für infinitesimale Änderungen gilt dies
exakt, für diskrete Änderungen näherungsweise.

– Log-level Modell (log(y) = b1 + b2x): b2 ist eine Semi-Elastizität – eine
Zunahme von x um eine Einheit geht einher mit einerÄnderung von y um
näherungsweise 100 · b2 Prozent. Die exakte Änderung beträgt [exp(b2)−
1]× 100 Prozent; für |b2| < 0.05 ist die Näherung meist ausreichend. Für
Dummy-Variablen ist die Korrektur [exp(b2)− 1]× 100 stets erforderlich.

– Level-log Modell (y = b1 + b2 log(x)): Eine Zunahme von x um ein
Prozent geht einher mit einer absoluten Änderung von y um 0.01 · b2
Einheiten. Die exakte diskrete Änderung beträgt ∆y = b2 · log(x1/x0).

• Die Wahl der Funktionsform sollte auf drei Überlegungen beruhen: (1) Inhaltlich,
ob prozentuelle oder absolute Änderungen sinnvoller sind; (2) statistisch, ob die
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Logarithmierung Schiefe oder Heteroskedastizität reduziert; (3) theoretisch, ob
die ökonomische Theorie einen multiplikativen Zusammenhang postuliert.

• Häufige Fallstricke:
(1) Prozent und Prozentpunkte müssen sorgfältig unterschieden werden, insbe-
sondere wenn die erklärende Variable selbst ein Anteil oder eine Rate ist.
(2) Variablen mit Nullen oder negativen Werten dürfen nicht logarithmiert
werden; bei wenigen Nullen kann log(1 + y) eine pragmatische Lösung sein,
geeignetere Verfahren (z.B. Tobit, Poisson) sind aber vorzuziehen.
(3) Die Rücktransformation exp(l̂og(y)) ist verzerrt; unter Normalverteilungsan-
nahme lautet die Korrektur exp(l̂og(y) + σ2/2).

• Ein direkter Vergleich von R2 zwischen Modellen mit unterschiedlich transfor-
mierten abhängigen Variablen (z.B. y vs. log(y)) ist nicht zulässig, da sich die
zu erklärende Streuung durch die Transformation verändert.

Wiederholung

1. Partieller Effekt im linearen Modell ŷ = b1 + b2x2 + · · ·+ bhxh + · · ·+ bkxk:

bh =
∆ŷ

∆xh

∣∣∣∣
ceteris paribus

mit ceteris paribus meinen wir, dass alle anderen x-Variablen konstant angenommen
werden (∆x2 = . . . = ∆xh−1 = ∆xh+1 = . . . = ∆xk = 0)

2. Partieller Effekt im log-log Modell ̂log y = b1 + b2x2 + · · ·+ bh logxh + · · ·+ bkxk

bh =
∆̂log y
∆ logxh

∣∣∣∣∣
c.p.

≈
∆ŷ
ŷ

∆xh

xh

=

∆ŷ
ŷ
× 100

∆xh

xh
× 100

(Elastizität)

3. Partieller Effekt im log-level Modell ̂log y = b1 + b2x2 + · · ·+ bhxh + · · ·+ bkxk

bh =
∆̂log y
∆xh

∣∣∣∣∣
c.p.

≈
∆ŷ
ŷ

∆xh

oder 100× bh ≈
∆ŷ
ŷ
× 100

∆xh

4. Partieller Effekt im level-log Modell ŷ = b1 + b2x2 + · · ·+ bh logxh + · · ·+ bkxk

bh =
∆ŷ

∆ logxh

∣∣∣∣
c.p.

≈ ∆ŷ
∆xh

xh

oder 0.01× bh =
∆ŷ

∆xh

xh
× 100
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Zusammenfassung: Interpretation der Koeffizienten in Log-Modellen

Spezifikation Interpretation

I. log(yi) = b1 + b2 log(xi) + ei Eine Zunahme von x um ein Prozent geht einher mit
einer Änderung von y um b2 Prozent, d.h. b2 kann
unmittelbar als Elastizität interpretiert werden.

II. log(yi) = b1 + b2xi + ei Eine Zunahme von x um eine Einheit (z.B. einen
Euro) geht einher mit einer Änderung von y um
ungefähr 100 × b2 Prozent (wenn |b2| < 0.1), oder
genauer, zu einer Änderung von [exp(b2)− 1]× 100

Prozent.
III. yi = b1 + b2 log(xi) + ei Eine Zunahme von x um ein Prozent geht einher

mit einer Änderung von y um 0.01× b2 Einheiten
(z.B. Euro).

(für multiple Regressionen gilt jeweils die ceteris paribus Annahme)
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3.2 Quadratische Modelle

Lineare Funktionsformen sind praktisch und einfach zu interpretieren, aber leider ist die
Realität nicht immer so einfach. Aus der Mikroökonomik wissen wir, dass Grenzerträge
meist abnehmen. Das impliziert, dass die marginalen Effekte nicht konstant sind, sondern
mit zunehmendem x kleiner werden. Dies lässt sich mit logarithmischen Transformationen
zwar darstellen, aber diese Funktionsform erzwingt, dass der marginale Effekt monoton
abnimmt und sich asymptotisch Null nähert, es gibt keine Extremwerte.

Es gibt aber zahlreiche Anwendungen, in denen wir Gründe haben ein Maximum oder Mi-
nimum zu erwarten. Zum Beispiel wissen wir aus der Mikroökonomik, dass die kurzfristige
Durchschnittskostenfunktion einer Unternehmung häufig einen U-förmigen Verlauf hat,
Kosten fallen zunächst mit steigender Produktion, steigen dann aber wieder.

Auch die Kuznets-Kurve postuliert einen umgekehrt U-förmigen Zusammenhang zwi-
schen Einkommen und Ungleichheit: Ungleichheit steigt zunächst mit der wirtschaftlichen
Entwicklung, nimmt dann aber wieder ab.

Von den Löhnen wissen wir, dass sie üblicherweise zuerst rasch mit der Berufserfahrung
steigen, aber mit zunehmender Berufserfahrung werden die Zunahmen in der Regel kleiner
und können schließlich sogar negativ werden.

Eine sehr einfache – wenngleich ziemlich restriktive – Methode zur Modellierung solcher
U-förmigen Verläufe besteht in der Verwendung von quadratischen Funktionsformen

ŷi = b1 + b2x+ b3x
2

Man beachte, dass diese Funktion linear in den Parametern b1, b2 und b3 ist, und deshalb
einfach mit OLS geschätzt werden kann, aber nichtlinear in der erklärenden Variable x ist.

Der marginale Effekt kann wie üblich als Ableitung berechnet werden

dŷ

dx
= b2 + 2b3x

Offensichtlich ist der marginale Effekt für dieses quadratische Modell nicht konstant,
sondern hängt vom Niveau von x ab. Dies ist auch in Abbildung 3.10 ersichtlich; dort
ist b2 > 0 und b3 < 0, deshalb ist die Steigung bei sehr kleinem x groß, nimmt mit
zunehmenden x ab, und wird schließlich negativ.

Quadratische Funktionen haben ein Maximum oder Minimum, welches wir einfach berech-
nen können, indem wir die Ableitung dŷ/dx = b2 + 2b3x gleich Null setzen und nach x

lösen
x∗ =

−b2
2b3
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Abbildung 3.10: Quadratische Modelle ŷ = b1 + b2x+ b3x
2 unterstellen einen symmetri-

schen Verlauf, deshalb können sie in der Stichprobe zwar einen sehr
guten Fit haben, aber sehr schlechte Prognosen liefern (in diesem
Beispiel ist b2 > 0 und b3 < 0).

Allerdings ist dieser Extremwert x∗ nur vertrauenswürdig, wenn genügend Beobachtungen
links und rechts vom Extremwert liegen, vergleiche Abbildung 3.10.

Warum quadratische Modelle außerhalb der Stichprobe riskant sind

Eine Parabel ist symmetrisch um ihren Extrempunkt x∗: der Effekt bei x∗ − ∆

ist betragsmäßig gleich dem Effekt bei x∗ + ∆, unabhängig von jeder inhaltlichen
Begründung.
Liegt x∗ nahe am Rand der Stichprobe, erzwingt das Modell die Symmetrie aus den
einseitigen Daten – mit häufig absurden Extrapolationen außerhalb des Stichproben-
bereichs (vgl. Abbildung 3.10).

Hinweise für quadratische Modelle

Quadratische Funktionsformen erweitern zwar den Anwendungsbereich von OLS beträcht-
lich, aber sie sind kein Allheilmittel. Mehrere Punkte sollten beachtet werden:

1. Quadratische Modelle erzwingen eine Symmetrie um den Extremwert, die Kurve
steigt links davon genauso steil wie sie rechts davon fällt (oder umgekehrt). Das
ist selten inhaltlich begründbar und führt bei Extrapolation häufig zu absurden
Prognosen, vergleiche Abbildung 3.10.

2. Ein quadratisches Modell sollte stets beide Terme, x und x2, enthalten. Ein Modell
ohne den linearen Term erzwingt, dass der Extremwert bei x = 0 liegt. Diese
Restriktion ist inhaltlich kaum je begründbar und kann die Ergebnisse stark verzerren.
Außerdem hängen die geschätzten Koeffizienten bei fehlendem linearem Term davon
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ab, wie x skaliert ist.9

3. Der Koeffizient b2 wird häufig falsch interpretiert: Der marginale Effekt ist

dŷ/dx = b2 + 2b3x

Der Koeffizient b2 misst den marginalen Effekt nur im Punkt x = 0, und dieser ist
nur selten von Interesse.
Meist ist es zweckmäßiger, den marginalen Effekt im Mittelwert der x oder in einem
anderen gut interpretierbaren Punkt (z.B. Quartile) anzugeben. Sollte genügend
Raum zur Verfügung stehen kann man ihn auch grafisch darstellen.

4. Sollte der Einfluss von x auf ŷ statistisch getestet werden, muss die gemeinsame
Signifikanz von b2 und b3 mittels F-Statistik getestet werden; mehr dazu im späteren
Kapitel zu Hypothesentests.

3.2.1 Quadratische Log-level Modelle:*

Eine kleine Besonderheit ergibt sich bei quadratischen log-level Modellen. Angenommen,
wir möchten den marginalen Effekt von x im Modell

l̂og(y) = b1 + b2x+ b3x
2

berechnen.10

Der übliche marginale Effekt von x ist natürlich auch in diesem Fall nicht konstant, sondern
von der Ausprägung von x abhängig

d l̂og(y)
d x

= b2 + 2b3x ≈
∆ŷ
ŷ

∆x

Wenn wir angeben wollen, um wie viele Prozent sich ŷ ändert, wenn x um eine Einheit
zunimmt, könnten wir dies z.B. für den Mittelwert x̄ berechnen

%∆ŷ :=

∆ŷ
ŷ
× 100

∆x
≈ (exp(b2 + 2b3x̄)− 1)× 100

Allerdings gilt dies nur für infinitesimale Änderungen exakt, für diskrete Änderungen
ist dies nur eine Approximation. Um dies zu sehen bilden wir diskrete Änderungen und

9In polynomialen Modellen gilt allgemein das Hierarchieprinzip: Terme höherer Ordnung setzen das
Vorhandensein aller niedrigeren Terme voraus (sog. marginality principle). x2 einschließen ohne x ist eine
willkürliche Restriktion.

10Gefittet wird log(y), nicht y.
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erhalten

∆l̂og(y) := log(ŷ +∆ŷ)− l̂og(y) = b1 + b2(x+∆x) + b3(x+∆x)2 −

b1 − b2x− b3x
2

= b2∆x+ b3[2x∆x+ (∆x)2]

für ∆x = 1

log
(
1 +

∆ŷ

ŷ

)
= b2 + b3(2x+ 1) = b2 + 2b3(x+ 0.5) ≈ ∆ŷ

ŷ

und erhalten als Lösung

%∆ŷ :=
∆ log ŷ
∆x

× 100 ≈
∆ŷ
ŷ
× 100

∆x
= [exp(b2 + 2b3(x+ 0.5))− 1]× 100

Wie wichtig diese Korrektur ist hängt wieder von den konkreten Zahlenwerten ab. Tat-
sächlich wird diese Korrektur eher selten angewandt.

3.2.2 Beispiel: Eine Lohngleichung für Österreich

Für österreichische EU-Silc Daten (2018) erhalten wir folgende Schätzung11

log(StdL) = 1.871 + 0.037 potBildg + 0.028 Erf − 0.000366 Erf2

(0.035)*** (0.002)*** (0.002)*** (0.00005)***

R2 = 0.15, n = 4104

Demnach nimmt der mittlere Stundenlohn (StdL) mit jedem zusätzlichen Jahr potentieller
Bildung (potBildg) ceteris paribus um ca. 3.7% zu.

∆ ̂log(StdL)
∆potBildg

= 0.037

oder etwas genauer
(exp(0.037)− 1) ∗ 100 = 3.77%

Hingegen ist der durchschnittliche Effekt der Berufserfahrung (Erf) nicht konstant

∆ ̂log(StdL)
∆Erf

= 0.028− 2 ∗ 0.000366Erf

11Diese Art von Lohngleichungen wird zu Ehren von Jacob Mincer (1922 – 2006, einer der Begründer
der modernen empirischen Arbeitsmarktökonomik) häufig Mincer-Einkommensgleichungen genannt. Für
eine Übersicht zur Schätzung und Messung des Einflusses von Humankapital auf das Einkommen siehe
z.B. Deming (2022) und Abraham und Mallatt (2022).
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Um das Maximum von Erf zu bestimmen setzen wir die Ableitung gleich Null und lösen
nach Erf:

Erfmax =
b3

−2b4
=

0.028

−2(−0.000366)
= 38.25

Das heißt, der Stundenlohn nimmt zuerst zu, erreicht nach ca. 38 Jahren ein Maximum,
und nimmt nachher wieder ab.

Der marginale Effekt der Berufserfahrung für einen Anfänger (d.h. für Erf = 0) ist ceteris
paribus

%∆ ̂log(StdL) = [exp(0.028− 2× 0.000366(0 + 0.5))− 1]100 = 2.8

d.h. im ersten Berufsjahr nimmt der mittlere Stundenlohn ceteris paribus um ca. 2.8% zu,
…

%∆ ̂log(StdL) = [exp(0.028− 2× 0.000366(20 + 0.5))− 1]100 = 1.31

nach 20 Jahren (d.h. Erf = 20) nimmt der gefittete Stundenlohn mit einem weiteren Jahr
Berufserfahrung ceteris paribus nur noch um ca. 1.31 Prozent zu.

Aber Achtung, wie schon erwähnt erzwingt diese Funktionsform eine Symmetrie um dieses
Maximum. Da eine solche nur schwer theoretisch zu begründen ist, sollte eine solche
Schätzung eher als eine Approximation betrachtet werden.

3.3 Interaktions-Modelle

Bisher haben wir implizit angenommen, dass der marginale Effekt einer erklärenden
Variable x2 auf y unabhängig von den Werten der anderen Variablen im Modell ist, das ist
eine direkte Konsequenz der linearen Modellstruktur.

In vielen ökonomischen Anwendungen ist diese Annahme jedoch zu restriktiv. Erinnern
wir uns an die Lohngleichung aus dem vorigen Abschnitt: Wir haben den Effekt von
Bildung und Berufserfahrung auf den Lohn getrennt geschätzt. Aber ist der Wert eines
zusätzlichen Bildungsjahres tatsächlich unabhängig von der Berufserfahrung? Intuitiv
würden wir erwarten, dass höhere Bildung erst mit zunehmender Erfahrung ihren vollen
Ertrag entfaltet: jemand mit einem Universitätsabschluss und 20 Jahren Berufserfahrung
profitiert von einem zusätzlichen Bildungsjahr möglicherweise mehr als ein Berufseinsteiger
mit demselben Abschluss. Der Effekt von Bildung hängt also möglicherweise vom Niveau
der Erfahrung ab. Diese Möglichkeit können wir mit einem Interaktionsterm modellieren.

Eine Art von Interaktionseffekt haben wir bereits im Kapitel über Dummy-Variablen
diskutiert. Dort haben wir gesehen, dass der Effekt der Berufserfahrung auf den Lohn für
Männer und Frauen unterschiedlich sein kann. Das haben wir mit einem Interaktionseffekt
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zwischen einer stetigen und einer Dummy Variable modelliert, der unterschiedliche Stei-
gungen der Regressionsgerade beider Gruppen ermöglicht. In diesem Abschnitt werden wir
uns auf den allgemeineren Fall konzentrieren, in dem zwei stetige Variablen miteinander
interagieren.

Das allgemeine Prinzip lässt sich in einem Satz zusammenfassen: Ein Interaktionsmodell
erlaubt es, dass der marginale Effekt einer Variable vom Niveau einer anderen abhängt. Dies
ist immer dann angebracht, wenn die ökonomische Theorie oder die inhaltliche Überlegung
nahelegt, dass zwei Variablen nicht unabhängig voneinander auf y wirken.

Unter einem Interaktionsterm verstehen wir das Produkt zweier (oder in Ausnahmefällen
auch mehrerer) erklärenden Variablen, z.B. im folgenden Modell das Produkt von x2 und
x3

ŷ = b1 + b2x2 + b3x3 + b4(x2x3)

In diesen Modellen werden x2 und x3 Hauptterme oder Haupteffekte (‘main terms’)
genannt und das Produkt x2x3 wird als Interaktionsterm (‘interaction term’) bezeichnet.

In Managementforschung, Organisationssoziologie und Psychologie spricht man häufig von
einer Moderatorvariable, bzw. einer Moderationsanalyse, einem moderierten Zusammen-
hang oder einem moderierten Regressionsmodell.

Schon bei der quadratischen Funktionsformen mit x2 haben wir gesehen, dass stets auch
der lineare Term x mitgeschätzt werden soll.

Analog gilt dies auch für Modellen mit Interaktionstermen, auch hier sollten immer die
Hauptterme mitgeschätzt werden, da sonst die Gefahr einer Fehlspezifikation aufgrund
fehlender relevanter Variablen (omitted variables) extrem groß ist. Der Interaktionsterm
x2x3 ist praktisch immer mit x2 und x3 korreliert (vgl. Balli und Sørensen 2013).

Wie die Ableitung zeigt hängt der marginale Effekt von x2 vom Niveau von x3 ab

∂ŷ

∂x2

= b2 + b4x3

d.h. die ceteris paribus Auswirkung einer Änderung von x2 auf ŷ hängt auch vom absoluten
Wert von x3 an der betreffenden Stelle ab.12

Das Modell bleibt linear in den Parametern, obwohl der marginale Effekt nicht konstant
ist.

12Wenn später getestet werden soll, ob x2 einen Effekt auf y hat, darf nicht der einfache t-Test für den
Koeffizienten von x2 herangezogen werden, sondern es muss z.B. mit einem F-Test die simultane Nullhy-
pothese β2 = 0 und β4 = 0 getestet werden, denn selbst wenn β2 = 0 kann x2 über den Interaktionsterm
weiterhin einen Effekt auf y haben.

34



Achtung: Ähnlich wie in quadratischen Modellen misst der Koeffizient b2 den marginalen
Effekt von x2 nur im Punkt x3 = 0!

Um besser interpretierbare Einsichten zu erhalten kann man den marginalen Effekt für
interessantere Werte von x3 berechnen, z.B. für den Mittelwert oder Median von x3. Eine
elegantere Möglichkeit bietet eine alternative Parametrisierung, die unten in Abschnitt
3.3.1 vorgestellt wird.

Alternativ kann man die Abhängigkeit des marginalen Effekts von x2 vom Wert von x3

z.B. grafisch darstellen, indem man in einer Grafik ∂y/∂x2 gegen x3 aufträgt.

Analog gilt für eine Änderung von x3, wenn x2 konstant gehalten wird,

∂ŷ

∂x3

= b3 + b4x2

Aus der Tatsache, dass der Koeffizient des Interaktionsterms im linearen Modell

ŷ = b1 + b2x2 + b3x3 + b4(x2x3)

einfach die zweite Ableitung ist

b4 =
∂
(

∂ŷ
∂x2

)
∂x3

=
∂
(

∂ŷ
∂x3

)
∂x2

=
∂2ŷ

∂x2∂x3

folgt eine weitere wichtige Beobachtung:

Interpretation des Koeffizenten des Interaktionsterms

ŷ = b1 + b2x2 + b3x3 + b4(x2x3)

Der Koeffizient des Interaktionsterms b4 gibt an, wie sich der marginale Effekt von x2

ändert, wenn x3 um eine (infinitesimale) Einheit zunimmt (oder vice versa, wie sich
der marginale Effekt von x3 ändert, wenn x2 um eine infinitesimale Einheit zunimmt).

Man beachte, dass die Funktionsform eine Symmetrie der marginalen Effekte erzwingt
(dies folgt aus der Symmetrie der zweiten Ableitungen, vgl. Young’s Theorem), d.h. b4
kann auch als Änderung des marginalen Effekts von x3 interpretiert werden, wenn x2 um
eine Einheit zunimmt. Das ist eine von der Funktionsform erzwungene Restriktion, die
theoretisch oft schwer zu begründen ist. Man kann z.B. argumentieren, dass der Wert
der Bildung mit zunehmender Berufserfahrung steigt. Es ist aber nicht selbstverständlich,
dass der Wert der Berufserfahrung mit zunehmender Bildung mit der exakt gleichen Rate
steigt.
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Beispiel: Entwicklungshilfe

Die Wirksamkeit von Entwicklungshilfe ist seit jeher sehr umstritten, einfache Regressio-
nen von Indikatoren für die empfangene Entwicklungshilfe auf die Wachstumsrate der
Empfängerländer zeigten regelmäßig keinen Zusammenhang oder lieferten widersprüchliche
Ergebnisse.

In einem sehr einflussreichen Paper zur Entwicklungshilfe argumentierten Burnside und
Dollar (2000) “We find that aid has a positive impact on growth in developing countries
with good fiscal, monetary, and trade policies but has little effect in the presence of poor
policies.” Ihre Aussage begründeten sie mit einer etwas komplexeren (Panel-) Regression,
die (stark) vereinfacht folgendermaßen aussieht

G = b1 + b2A+ b3P + b4(A× P ) + · · ·+ e

dabei sind G (growth) die Wachstumsrate der Empfängerländer, A (aid) ein Indikator für die
empfangene Entwicklungshilfe, und P (policy) ist ein Indikator für ‘gute’ Wirtschaftspolitik,
beruhend auf makroökonomischen Variablen wie z.B. Inflationsrate, Budgetdefizit, etc.

Das Argument von Burnside und Dollar (2000), das Entwicklungshilfe nur in Ländern mit
‘guter’ Wirtschaftspolitik wirkt, beruhte auf dem Koeffizienten der Interaktionsvariable, der
in ihrem Modell positiv und statistisch signifikant von Null verschieden war. Das bedeutet,
dass Entwicklungshilfe in Ländern mit ‘guter’ Wirtschaftspolitik positive Auswirkungen
auf die Wachstumsrate hat

∂Ĝ

∂A
= b2 + b4P

Dieses Papier war politisch extrem einflussreich, da es gut in das Weltbild vieler betroffener
Akteure passte, aber es wurde bald gezeigt, dass dieses Resultat sehr stark von der
Länderauswahl und der Zeitperiode abhängig war. Für eine größere Zahl von Ländern und
spätere Jahre konnte das Resultat häufig nicht reproduziert werden (Jensen und Paldam
2006).

3.3.1 Alternative Parametrisierung von Interaktionsmodellen*

Das ursprüngliche Modell mit dem Interaktionsterm x2 ·x3 misst der Koeffizient des Haupt-
terms x2 den marginalen Effekt nur bei x3 = 0, doch dieser Punkt ist oft uninteressant.

Durch eine einfache ‘Reparametrisierung’ kann ein alternatives Interaktionsmodell geschätzt
werden, dessen Koeffizienten direkt den marginalen Effekt im Mittelwert der betreffenden
Variable messen.
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Beginnen wir mit dem einfachen Interaktionsmodell

ŷ = b1 + b2x2 + b3x3 + b4x2x3 (3.1)

Wenn uns z.B. der marginale Effekt von x2 gemessen im Mittelwert von x3 interessiert
können wir diesen einfach berechnen

∂ŷ

∂x2

= b2 + b4x̄3 (3.2)

Wir werden nun zeigen, dass wir diesen marginalen Effekt im Mittelwert der anderen
Variablen noch einfacher durch eine einfache Variablentransformation schätzen können.

Angenommen wir schätzen anstelle von Gleichung (3.1) ein reparametrisiertes Modell

y = a1 + a2x2 + a3x3 + a4(x2 − x̄2)(x3 − x̄3) (3.3)

wobei x̄2 und x̄3 wie üblich die Mittelwerte bezeichnen, dann misst a2 den marginalen Effekt
von x2 im Mittelwert von x3, d.h. gibt exakt den gleichen Wert, den wir aus Gleichung
(3.2) erhalten!

Warum dies so ist kann einfach gezeigt werden. Wenn wir den Interaktionsterm ausmulti-
plizieren erhalten wir

y = a1 + a2x2 + a3x3 + a4[x2x3 − x2x̄3 − x3x̄2 + x̄2x̄3]

= a1 + a4x̄2x̄3 + (a2 − a4x̄3)x2 + (a3 − a4x̄2)x3 + a4x2x3

Aus einem Vergleich mit Gleichung (3.1) sehen wir sofort, dass (a2−a4x̄3) = b2, (a3−a4x̄2) =

b3 und a4 = b4 sein muss.

Was haben wir damit gewonnen? Aus (a2 − a4x̄3) = b2 und a4 = b4 folgt

a2 = b2 + b4x̄3

dies ist aber exakt der marginale Effekt von x2 gemessen im Mittelwert von x3 den wir
aus Gleichung (3.2) erhalten haben!

Wenn wir also anstelle von Gleichung (3.1) die reparametrisierte Gleichung (3.3) schätzen
misst der Koeffizienten a2 direkt den marginalen Effekt von x2 im Mittelwert von x3, mit
dem dazugehörigen korrekten Standardfehler des marginalen Effekts im Mittelwert. Die
dazugehörige t-Statistik kann also unmittelbar verwendet werden um zu testen, inwieweit
der marginale Effekt im Mittelwert von x3 von Null verschieden ist. Analoges gilt für a3.

Dies ist offensichtlich interessanter als die Schätzung von b2 aus Gleichung (3.1), denn
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dieser Koeffizient misst – wie wir schon gesehen haben – den marginalen Effekt nur im
Punkt x3 = 0, der kaum je relevant sein dürfte.

Ein weiterer Vorteil der Reparametrisierung ist, dass die Zentrierung häufig auch die
numerische Stabilität der Schätzung verbessert, da die Korrelation zwischen Haupttermen
und Interaktionsterm reduziert wird.

Diese Reparametrisierung, d.h. der Wechsel von x2x3 zu (x2 − x̄2)(x3 − x̄3) hat keinen
Einfluss auf das R2, die Residuen, den Koeffizienten des Interaktionsterms und auf die
gefitteten Werte.

Es ändert sich nur die Interpretation der Hauptterme: sie messen nun die marginalen
Effekte im Mittelwert der jeweils anderen Variable. Der Vorteil liegt darin, die marginale
Effekte im jeweiligen Mittelwert nun direkt aus der Regressionstabelle ablesbar sind,
inklusive korrekter Standardfehler für t-Tests.

Zusammenfassend einige abschließende Empfehlungen für den Umgang mit Interaktionsef-
fekten von Brambor u. a. (vgl. 2006):

• Interpretieren Sie die Koeffizienten von Interaktionsvariablen nie als unbedingte
marginale Effekte!

• Falls Sie an den marginalen Effekten interessiert sind berechnen Sie diese für interes-
sierende Werte der anderen Variablen, oder stellen sie diese grafisch dar.

• Berechnen Sie die marginalen Effekte für relevante Werte der Variablen, z.B. im
Mittelwert oder Median. Eine einfache Möglichkeit dazu bietet die oben erläuterte
alternative Parametrisierung.

• Für Signifikanztest: testen Sie die gemeinsame Signifikanz der entsprechenden Koeffi-
zienten! (z.B. mit Hilfe eines F-Tests, kommt später im Kapitel über Hypothesentests
im multiplen Regressionsmodell).

Für eine neuere und ausführliche Diskussion von multiplikativen Interaktionseffekten mit
praktischen Hinweisen siehe Hainmueller u. a. (2019).

Beispiel: Lohngleichung

Tabelle 3.3 zeigt zwei Schätzungen für Lohngleichungen mit Interaktionseffekten. Spalte (1)
von Tabelle 3.3 zeigt den unmittelbaren Interaktionseffekt wie in Gleichung (3.1), Spalte
(2) die Schätzung für das reparametrisierte Modell wie in Gleichung (3.3).

Alle Koeffizienten weisen das erwartete Vorzeichen auf und sind – mit Ausnahme der
Koeffizienten von Bildg und Erf in Spalte (1) – hoch signifikant von Null verschieden. In
Spalte (2) sind auch diese beiden Koeffizienten hoch signifikant, weil die Reparametrisierung
die Bedeutung der Koeffizienten verschiebt.
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Tabelle 3.3: Lohngleichung für Österreich mit Interaktionseffekten (Daten: EU-Silc 2018)
(Alle Werte gerundet, die weiteren Berechnungen erfolgen teilweise mit nicht
gerundeten Werten.)

Dependent Var.: log(StdL) (1) (2)
Constant 2.31315∗∗∗ 1.88338∗∗∗

(0.05849) (0.03429)

Bildg 0.00851∗∗ 0.04287∗∗∗

(0.00342) (0.00176)

Erf 0.00024 0.01909∗∗∗

(0.00379) (0.00252)

Erf2 −0.00015∗∗∗ −0.00015∗∗∗

(0.00005) (0.00005)

(Bildg × Erf) 0.00151∗∗∗

(0.00016)

(Bildg − Bildg)× (Erf − Erf) 0.00151∗∗∗

(0.00016)

Observations 4,104 4,104
R2 0.16744 0.16744
Note: ∗p<0.1; ∗∗p<0.05; ∗∗∗p<0.01

Spalte (1) von Tabelle 3.3 zeigt die Schätzung für die Gleichung

̂log(StdL) = b1 + b2 Bildg + b3 Erf + b4 Erf2 + b5 Bildg × Erf

Der marginale Effekt von Bildg ist

∂ ̂log(StdL)
∂Bildg

= b2 + b5Erf

Diese Funktion ist im linken Panel von Abbildung 3.11 dargestellt. Wenn wir die geschätzten
Koeffizienten aus Tabelle 3.3 und den Mittelwert für die Berufserfahrung Erf = 22.79

einsetzen erhalten wir

∂ ̂log(StdL)
∂Bildg

= 0.00851 + 0.00151× 22.79 = 0.04287

also genau den Wert des Koeffizienten von Bildg in Spalte (2). Das ist natürlich nicht
überraschend, denn dies haben haben wir im vorhergehenden Abschnitt über die Re-
parametrisierung allgemein bewiesen. Für jemanden mit 22.79 Jahren Berufserfahrung
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erwarten wir also, dass ein weiteres Jahr an Ausbildung ungefähr einen um 4.287% höheren
Stundenlohn bringt.

Wie wir schon in der Einleitung zu diesem Abschnitt vermutet haben nimmt der Wert der
erworbenen Bildung mit der Berufserfahrung zu, der marginale Effekt der Bildung steigt
also mit der Erfahrung.

Ebenfalls durch eine einfache partielle Ableitung können wir den marginalen Effekt für die
Berufserfahrung ‘Erf’ berechnen

∂ ̂log(StdL)
∂Erf

= b3 + 2b4 Erf + b5Bildg

In diesem Fall hängt der marginale Effekt der Berufserfahrung auf den Stundenlohn vom
Level des Ausbildungsjahre und von der Berufserfahrung ab!

Offensichtlich unterscheidet sich dieser marginale Effekt je nach Bildung und Erfahrung.

Aber wir können mit Hilfe der Koeffizienten aus Spalte (1) aus Tabelle 3.3 die marginalen
Effekte für verschiedene Werte von für Bildung und Erfahrung berechnen, z.B. den
marginalen Effekt in den Mittelwerten (Bildg = 12.51,Erf = 22.79)

∂ ̂log(StdL)
∂Erf

= 0.0002371 + 2× (−0.000154)× 22.79 + 0.00151× 12.51 ≈ 0.0121

Das heißt, jemand mit durchschnittlicher Bildung und Erfahrung kann bei einem zusätzli-
chen Jahr Erfahrung mit einem Lohnanstieg von 1.21% rechnen (natürlich ist das nur eine
lineare Approximation).

Für jemand mit durchschnittlicher Bildung und Erf = 0 erhalten wir einen marginalen
Effekt der Erfahrung von 0.0191, den Wert aus Spalte (2) aus Tabelle 3.3.

So können wir für jede Bildg – Erf Kombination einen marginalen Effekt berechnen, aber
dies ist nicht sehr zweckmäßig. Man kann sich entweder auf interessierende Kombinationen
beschränken, oder die Effekte grafisch zeigen, siehe Abbildung 3.11, aber diese Möglichkeit
wird für so einfache Modelle eher selten genützt.

Das rechte Panel in Abbildung 3.11zeigt die Abhängigkeit des marginalen Effekts von
Erfahrung (Erf) auf den Stundenlohn für unterschiedliche Ausbildungsdauer (Bildg) und
für drei Levels von Erf (nach Quartilen).

Offensichtlich nimmt der marginale Effekt der Berufserfahrung ceteris paribus mit der
Ausbildungsdauer zu, und ist ceteris paribus umso höher, je geringer die Berufserfahrung
ist.

Wenn wir für Erf anstelle von Null den Median von 20 Jahren einsetzen erhalten wir
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Abbildung 3.11: Marginale Effekte mit Interaktionseffekten für Lohngleichung.

den Wert 0.01565, das heißt, für jemanden mit dem Median von 13.8 Jahren Ausbildung
erwarten wir, dass der Stundenlohn um ca. 1.565% steigt, wenn die Berufserfahrung von
20 Jahren auf 21 Jahre zunimmt. Dieser Punkt ist in der Grafik eingezeichnet.

Vorsicht mit nicht-linearen Funktionsformen:

• Mit polynomischen Modellen (z.B. quadratischen oder kubischen Modellen) kann
man zwar manchmal einen sehr guten Fit in der Stichprobe erreichen, aber für
Prognosen sind sie meistens ziemlich unbrauchbar, da die Funktionsform ‘out of
sample’ häufig extreme Verläufe erzwingt.

• Das Bestimmtheitsmaß R2 darf nur für den Vergleich von Modellen verwendet werden,
in denen die abhängige Variable y nicht transformiert wurde und wenn beide Modelle
die gleiche Anzahl erklärender Variablen haben.
Dies ist einfach zu erkennen: das Bestimmtheitsmaß ist definiert als Anteil der durch
die x erklärten Streuung an der gesamten Streuung von y. Falls y transformiert
wird (also z.B. log(y) anstelle von y verwendet wird), ändert sich natürlich auch die
Streuung, und damit das R2

R2
y = 1−

∑
i e

2
i∑

i(yi − y)2
⇔ R2

log(y) = 1−
∑

i e
2
i∑

i[log(yi)− log(y)]2

Dies gilt auch für das korrigierte Bestimmtheitsmaß R̄2, welches bloß einen Vergleich
von Modellen mit einer unterschiedliche Anzahl erklärender Variablen ermöglicht.

• Grundsätzlich sollte weder das normale R2 noch das korrigierte Bestimmtheitsmaß
R̄2 für die Einschätzung der Qualität einer Schätzung überinterpretiert werden, da
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y = b1 +
b2

x− b3

y

xb3

b1

b2 > 0

y

xb3

b1

b2 < 0

Abbildung 3.12: Reziproke Transformationen

sie nur die Anpassung in der Stichprobe beschreiben. Viel wichtiger ist z.B., ob die
geschätzten Koeffizienten die theoretischen Erwartungen erfüllen und signifikant
von Null verschieden sind. Im Kapitel über Spezifikation werden wir einige weitere
Kriterien und Tests kennen lernen.

3.4 Reziproke Transformationen

Bei reziproke Transformationen verwendet man einfach den Kehrwert der Variablen, also
1
x

anstelle von x, siehe Abbildung 3.12.

y = b1 + b2
1

x

Reziproke Transformationen eignen sich, wenn eine Variable x stark rechtsschief verteilt
ist oder wenn theoretische Gründe für eine inverse Beziehung sprechen.

Reziproke Transformationen

Zusammenhang zwischen Geschwindigkeit und Zeit: Wer doppelt so schnell fährt,
braucht halb so lange. Die Beziehung zwischen Geschwindigkeit und Zeit ist nicht linear,
sondern reziprok. Erst nach der Transformation wird sie linear. Das ist kein statistischer
Trick, sondern die natürliche Struktur vieler physikalischer und biologischer Prozesse.

Häufig zur Anwendung kommen reziproke Transformationen z.B. bei
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y

x

ln(y) = b1 + b2
1

x

Abbildung 3.13: Log-Reziproke Transformationen

• Verhältnisgrößen, Arbeitslosendauer, Marktkonzentration (z.B. wenn die inverse
Anzahl von Unternehmen 1/N Konzentrationseffekte abbilden soll).

• Wenn Residuen bei großen x-Werten stark komprimiert sind.
• Als stärkere Alternative zur log-Transformation bei extremer Rechtsschiefe
• Für die Schätzung von Phillips-Kurven um nichtlineare Zusammenhänge zwischen

Arbeitslosigkeit und Inflation abzubilden.

Der marginale Effekt wird wie üblich als Ableitung berechnet (Quotientenregel)

∂y

∂x
= − b2

x2

Da die Transformation nicht linear ist, verändert sich die Interpretation der Koeffizienten.

Beispiel: Eine spezielle Spezifikation ist

log(y) = b1 + b2
1

x

Dieses log-inverse Modell erlaubt die Modellierung zuerst zunehmender und dann abneh-
mender marginaler Effekte, vgl. Abbildung 3.13. Ein solches Modell könnte zum Beispiel
verwendet werden, um Verkaufsumsätze in Abhängigkeit von Werbeausgaben zu erklären.
Die S-förmige Funktionsform erlaubt zuerst zunehmende Grenzerträge von Werbeausgaben,
und ab dem Wendepunkt bei b2/2 abnehmende Grenzerträge, und nähert sich schließlich
asymptotisch einem horizontalen Verlauf an.
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Quelle: XKCD, https://xkcd.com/2048/

44

https://xkcd.com/2048/


Appendix

3.A Berechnung von durchschnittlichen Wachstums-
raten

Durchschnittliche Wachstumsraten spielen in vielen Bereichen der Wirtschaftswissen-
schaften eine wichtige Rolle, deshalb wiederholen wir hier einige zentrale Konzepte. Die
Wachstumsraten hauptsächlich auf Zeitreihen angewandt werden verwenden wir t als
Beobachtungsindex, mit t = 0, 1, 2, . . . , T .

3.A.1 Diskrete Wachstumsraten (i)

Unter der diskreten Wachstumsrate verstehen wir die relative Änderung einer Größe
zwischen zwei Perioden

i =
yt − yt−1

yt−1

:=
∆yt
yt−1

=
yt
yt−1

− 1

Der Quotient yt/yt−1 wird auch als Wachstumsfaktor bezeichnet.

Wenn eine Variable y mit einer konstanten diskreten Wachstumsrate i wächst nimmt sie
in jeder Periode um iyt−1 Einheiten zu. Für t = 1, 2, . . . , T

y1 = y0 + iy0 = y0(1 + i)

y2 = y1(1 + i) = y0(1 + i)(1 + i) = y0(1 + i)2

...

yT = y0(1 + i)T

Sollte die durchschnittliche Wachstumsrate zwischen den Perioden 0 und T berechnet
werden, so darf dazu nicht das arithmetische Mittel herangezogen werden!

Man kann sich einfach fragen, welche Wachstumsrate i führt vom Wert y0 zu yt. Dazu
logarithmieren wir yT = y0(1 + i)T und lösen nach i

log yT = log y0 + T log(1 + i)
1

T
(log yT − log y0) = log(1 + i)

1

T
log

[
yT
y0

]
= log(1 + i)

i = exp
(
1

T
log

[
yT
y0

])
− 1

T bezeichnet dabei die Anzahl der Perioden; sollte z.B. die durchschnittliche Wachstumsrate
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des BIP von 2005 – 2010 berechnet werden, und wird darunter die Periode vom 1.1.2005 –
31.12.2010 verstanden, also T = 6.

Um eine prozentuelle Wachstumsrate zu erhalten muss i mit 100 multipliziert werden.

Beispiel: Angenommen ein Wert hat zwischen 2000 und 2022 von 500 auf 2000 zuge-
nommen, wie groß ist die durchschnittliche jährliche Wachstumsrate?

i = exp
(

1

23
log

[
2000

500

])
= 0.062127177

die diskrete prozentuelle Wachstumsrate beträgt also ca. 6.2%. Wir können dies einfach
überprüfen

500(1 + 0.062127177)23 = 2000

3.A.2 Stetiges Wachstum (r)

Der enge Zusammenhang zwischen Wachstumsraten und der Exponentialfunktion (bzw.
dem Logarithmus) wird sofort klar, wenn man mehrere Verzinsungen pro Periode zulässt,
und die Anzahl der Verzinsungen pro Periode gegen Unendlich gehen lässt.

Wenn die Verzinsung m Mal pro Periode erfolgt

yt = y0

(
1 +

r

m

)mt

= y0

[(
1 +

r

m

)m/r
]rt

= y0

[(
1 +

1

w

)w]rt
mit w :=

m

r

Wir erinnern uns, dass die Eulersche Zahl als Grenzwert einer Folge dargestellt werden
kann

lim
w→∞

(
1 +

1

w

)w

= e ≈ 2.7182819

man beachte, dass m → ∞ impliziert w → ∞.

Also
yt = y0 ert := y0 exp(rt)

Man beachte, dass in yt = y0(1 + r/m)mt die Zeit noch eine diskrete Variable ist, erst
durch die Grenzwertbildung wird die Zeit zu einer stetigen Variable. Außerdem wird hier
r als konstant angenommen, aber natürlich müssen tatsächliche Wachstumsraten nicht
konstant sein.

Mit einer stetigen Wachstumsrate kann die Veränderung über die Zeit einfach als Ableitung
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nach der Zeit berechnet werden

dyt
dt

=
d(y0ert)

dt
= ry0ert

Die relative Änderung ist deshalb

dyt
dt

yt
=

ry0ert

y0ert
= r

Für sehr kurze Zeitperioden konvergiert die diskrete Wachstumsrate i gegen die stetige
Wachstumsrate r

lim
∆t→0

i = lim
∆t→0

{
yt+∆t − yt

∆t
· 1
yt

}
=

dy

dt

1

y
= r

Wenn eine Variable y exponentiell mit konstanter Wachstumsrate r wächst gilt yt = y0ert,
bzw. log yt = log y0 + rt. Daraus folgt durch Umschreiben

r =
log yt − log y0

t
=

∆ log y
t

Daraus folgt, dass die stetige Wachstumsrate zwischen zwei aneinandergrenzenden Perioden,
d.h. wenn ∆t = 1, einfach die logarithmische Differenz ist rt,t+1 = ∆ log yt.

Ebenso ist aus log yt = log y0 + rt auch einfach ersichtlich, dass

d log yt
dt

= r

wenn y0 konstant ist.

Diese Zusammenhänge werden in der empirischen Wirtschaftsforschung ausgiebig genützt,
auch weil bei ‘kleinen’ Wachstumsraten (z.B. r < 0.05) die stetigen Wachstumsraten eine
gute Annäherung an die diskreten Wachstumsraten darstellen.

3.A.3 Umrechnen zwischen stetigen und diskreten Wachstums-
raten

Da zu jedem Zeitpunkt für eine beliebige diskrete Wachstumsrate i genau eine stetige
Wachstumsrate r existiert, die zum gleichen Betrag yt führt, kann einfach zwischen diskreten
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und stetigen Wachstumsraten umgerechnet werden

y0(1 + i)t = y0 exp(rt)

folgt log y0 + t log(1 + i) = log y0 + rt bzw.

r = log(1 + i) bzw. i = exp(r)− 1

Wir haben vorhin gezeigt, dass die stetige Wachstumsrate zwischen zwei Perioden als
logarithmische Differenz berechnet werden kann r = ∆ log y/t. Wenn man diese in eine
diskrete Wachstumsrate umrechnet erhält man wieder i = exp (∆ log y) /t− 1.

Die prozentuellen Wachstumsraten erhält man wie üblich, indem man diese Wachstumsra-
ten mit 100 multipliziert.

3.B Prognose mit einer logarithmierten abhängigen
Variable

Achtung: Dieser Abschnitt setzt ein Wissen über Erwartungswerte voraus, das erst im
Kapitel zur Stochastischen Regressionsanalyse eingeführt wird! Er ist für das Verständnis
des Folgenden nicht erforderlich.

Spezielle Probleme mit der Prognose ergeben sich, wenn ein Modell mit einer logarithmier-
ten abhängigen Variable (log y) geschätzt wird, z.B.

log yt = b1 + b2xt + et

Falls die Gauss-Markov Annahmen erfüllt sind kann log y wie üblich prognostiziert werden,
aber in den seltensten Fällen sind wir an einer Prognose des Logarithmus von y interessiert,
fast immer interessieren wir uns für für die Prognose von y selbst, d.h. von ŷ = E(yt|xt).

Die vordergründige Lösung, einfach log y zu prognostizieren und die Exponentialfunktion
davon zu nehmen, funktioniert leider nicht, da exp[E(log y)] 6= E(y) (ähnlich wie z.B.√

E(y2) 6= E(y); erinnern Sie sich, dass der Erwartungswert als eine gewichtete Summe
verstanden werden kann).

Es gilt zwar
yt = exp(b1 + b2xt + et) = exp(b1 + b2xt) exp(et)

und deshalb
E(yt|xt) = exp(b1 + b2xt)E[exp(et)]
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aber aus E(et) = 0 folgt im allgemeinen nicht E[exp(et)] = 1, deshalb würde ỹ = exp(b1 +
b2xt) verzerrte und nicht nicht konsistente Schätzungen für ŷ liefern!

Für den Fall normalverteilter Störterme, oder genauer et ∼ N(0, σ2), kann man zeigen,
dass E[exp(et)] = exp(σ2/2) 6= 1 (vgl. Exkurs Log-Normalverteilung, Seite 12).

Für diesen Fall mit normalverteilten Störtermen erhält man zwar keine erwartungstreue,
aber immerhin konsistente Prognose

ŷ = exp[b1 + b2Trend + σ̂2/2] = exp[̂log y] exp(0.5σ̂2)

wobei σ̂2 die Schätzung aus der Stichprobe für σ2 ist (σ̂2 = ε̂′ε̂/(n− k)).

Man beachte, dass exp(0.5σ̂2) > 1, da σ̂2 > 0, deshalb würde exp[̂log y] das wahre y

systematisch unterschätzen. Diese Korrektur liefert häufig gute Ergebnisse, beruht aber
auf der Normalverteilungsannahme.

Für die schwächere Annahme unabhängig und identisch verteilter Störterme et ∼ i.i.d.(0, σ2)

hat Duan_1983 gezeigt, dass der Mittelwert der Residuen N−1
∑

j exp(ej) ein konsisten-
ter Schätzer für E[exp(et)] ist.

Eine alternative Möglichkeit wird in J. Wooldridge (2005, 218f) vorgeschlagen.

Angenommen, wir möchten wieder das Modell log y = b1 + b2x+ e für Prognosen nützen.
Dann ist

E(y|x) = exp(b1 + b2x)α

mit α = exp(e). Eine konsistente Schätzung für α kann berechnet werden, indem

1. aus log y = b1 + b2x+ e die gefitteten Werte ̂log y berechnet werden,
2. eine neue Datenreihe z = exp(̂log y) gebildet wird, und
3. eine Hilfsregression y = az (ohne Interzept!) gerechnet wird. Die Schätzung von a

dieser Hilfsregression ist ein konsistenter Schätzer für α = exp(e), deshalb können
mit a konsistente Prognosen berechnet werden

ŷ = a exp(̂log y)

3.C R Code

3.C.1 Durchschnittliche jährliche Wachstumsrate von China
1 rm(list = ls())

2 library(WDI)
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3

4 # GDP per capita , PPP (konstante internationale $) herunterladen

5 china <- WDI(

6 country = "CN",

7 indicator = c(GDPpc = "NY.GDP.PCAP.PP.KD"), # benannter Vektor

8 start = 1995,

9 end = 2023

10 )

11

12 # Nach Jahr aufsteigend sortieren

13 china <- china[order(china$year), ]

14

15 # Fehlende Werte entfernen (letztes Jahr oft noch nicht verfügbar)

16 china <- china[!is.na(china$GDPpc), ]

17

18 # Log-lineare Regression: ln(GDPpc) = �� + ��·t + �

19 eq <- lm(log(GDPpc) ~ year, data = china)

20 b2 <- coef(eq)["year"]

21

22 # Diskrete jährliche Wachstumsrate

23 WR <- (exp(b2) - 1) * 100

24

25 # Ausgabe

26 cat(sprintf(

27 "Durchschnittliche jährl. Wachstumsrate des chinesischen GNI pro

Kopf (PPP)\n%–d%d: %.2f Prozent\n",

28 min(china$year), max(china$year), WR

29 ))

30 ## 8.21 Prozent

Listing 3.1: Dieses R Programm liest die aktuellen Daten mit Hilfe des WDI - packages
direkt von der WDI Datenbank der Weltbank ein und berechnet die
durchschnittliche Wachstumsrate des GDP per capita (PPP, constant 2021
prices) für den Zeitraum 1995 - 2023 (siehe Seite 18).

3.C.2 Lebenserwartung und pro Kopf Einkommen
1 rm(list = ls())

2 library(WDI)

3

4 # Daten herunterladen: GDP per capita und Lebenserwartung

5 wdi_dat <- WDI(
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6 country = "all",

7 indicator = c(GDPpc = "NY.GDP.PCAP.PP.KD", # GDP, PPP, konstant

8 LifeExp = "SP.DYN.LE00.IN"),

9 start = 2019, end = 2019,

10 extra = TRUE

11 )

12

13 # Länderaggregate entfernen (World , East Asia, etc.)

14 wdi_dat <- subset(wdi_dat, region != "Aggregates")

15

16 # Vollständige Beobachtungen für die zwei Kernvariablen

17 wdi_dat <- wdi_dat[complete.cases(wdi_dat[, c("GDPpc", "LifeExp")]),

]

18

19 # Beide Modelle einmal fitten

20 eq_level <- lm(LifeExp ~ GDPpc , data = wdi_dat)

21 eq_log <- lm(LifeExp ~ log(GDPpc), data = wdi_dat)

22

23 # Plattformunabhängiges Grafikfenster

24 if (.Platform$OS.type == "windows") x11(width = 10, height = 5) else

25 quartz(width = 10, height = 5) # auf Linux:

dev.new(width=10,height=5)

26

27 par(mfrow = c(1, 2), mar = c(4, 4, 3, 1))

28

29 # --- Linkes Panel: Niveau -Niveau ---

30 plot(LifeExp ~ GDPpc , data = wdi_dat,

31 col = adjustcolor("steelblue", alpha.f = 0.5), # Transparenz

bei Overplotting

32 pch = 16, cex = 0.8,

33 ylab = "Lebenserwartung (Jahre)",

34 xlab = "BIP pro Kopf, PPP (konstante Int.-$)",

35 main = "–levellevel")

36 abline(eq_level , lwd = 2, col = "black", lty = 1)

37 curve(coef(eq_log)[1] + coef(eq_log)[2] * log(x),

38 add = TRUE, col = "red", lwd = 2, lty = 2)

39 legend("bottomright",

40 legend = c("level -level (OLS)", "level -log (OLS)"),

41 col = c("black", "red"), lty = 1:2, lwd = 2, cex = 0.8)

42

43 # --- Rechtes Panel: Niveau -Log ---
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44 plot(LifeExp ~ log(GDPpc), data = wdi_dat,

45 col = adjustcolor("steelblue", alpha.f = 0.5),

46 pch = 16, cex = 0.8,

47 ylab = "Lebenserwartung (Jahre)",

48 xlab = "log(BIP pro Kopf, PPP)",

49 main = "level -log")

50 abline(eq_log, lwd = 2, col = "red", lty = 1)

Listing 3.2: Dieses Programm zur Erzeugung von Grafik 3.9 (Seite 22) ladet die Daten
von den World Development Indicators (World Bank) und zeigt zwei
Funktionsverläufe.
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3.D Lösungen

Lösung zu Übung 3.1.2 ⇐ zur Übung, Seite 16

Sei log(y) = 1 + 0.2x Wie ändert sich y, wenn x um eine Einheit von 5 auf 6 zunimmt?

Aufgrund der obigen Diskussion erwarten wir, dass y um (exp(0.2)− 1)× 100% = 22.14

Prozent zunehmen wird.
x ∆x log(y) = 1 + 0.2x y = exp(1 + 0.2x) (∆y)/y %∆y

5 2.00 7.3890561

6 1 2.20 9.0250135 0.2214 22.14%

Da in diesem Fall der Koeffizient b2 = 0.2 relativ groß ist, müssen wir die Korrektur
(exp(0.2)− 1)×100% = 22.14 durchführen, d.h. die Zunahme von x um eine Einheit führt
zu einer Zunahme von y um 22.14 Prozent.
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